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Resumo

A demanda por profissionais relacionados a area de STEM é crescente e foi ainda mais acelerado pela pandemia
do COVID-19. No Brasil, o baixo investimento e incentivo a area faz com que se forme menos profissionais em
STEM do que a demanda. Em Pernambuco o cenario & ainda mais agravado e, pensando nisso, o governo do
estado langou um programa de extensdo tecnoldgica (PET) com o intuito de incentivar a formacdo de
profissionais na area. Tal programa gerou uma quantidade de dados e, com isso, uma demanda de
processamento e estudo destes para que seja possivel tanto um entendimento de como o programa esta
funcionando, como para gerar um melhoramento deste para as proximas rodadas. Assim, foram utilizados
algoritmos de aglomeracdo de dados, como Algoritmo Aglomerativo, k-Modes e Mapas SOM para analisar e
gerar resultados a partir dos dados coletados. As métricas utilizadas para avaliar os agrupamentos gerados
foram coeficientes de silhueta, pureza e método do cotovelo. Os agrupamentos gerados por estas técnicas
mostraram caracteristicas importantes do programa, além de evidenciar que este estd sendo bem avaliado
pelos seus beneficidrios e, entdo, cumprindo com seu propésito.

Palavras-Chave: Aglomeragdo de dados, STEM+C, competéncias técnicas, extensdo universitaria,
coeficiente de silhueta.

Abstract

The growing demand for STEM professionals was accelerated by the COVID-19 pandemic. In Brazil, the low
investment and incentive for this particular area generates a deficit of professionals, meaning that there are
not as many professionals as the market demands. In the state of Pernambuco, this scenario is even worse,
so the government of the state has launched a technological extension program (PET) aiming to decrease this
deficit. This program has generated a great amount of data that needed to be studied, analyzed and processed
in order to lead to a better understanding of the program and also make it better in the next rounds. Therefore,
some clustering technigues were used, like Agglomerative Algorithm, k-Modes, SOM maps with the objective
of analyzing and absorbing some insights from the data. The metrics utilized to evaluate those clusters were
the silhouette coefficient, purity and elbow method. The clusters resulting from those techniques showed
important features of the project, in addition it showed that the project is being well evaluated by the
beneficiaries and, so, achieving its goal.
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1 Introducao

O acrénimo STEM (Science, Technology,
Engineering and Mathematics) € usualmente
utilizado para se referir ao ensino e aprendizagem
nas areas da ciéncia, tecnologia, engenharia e
matematica. Intrinseco a definigdo supracitada,
inclui-se atividades educacionais de todos os niveis
de forma formal e informal. [1]

O crescimento da demanda por profissionais
relacionados a area de STEM é crescente e foi
acelerado ainda mais com o surgimento da
pandemia do COVID-19. Segundo reportagem da
CNN Brasil [3], a procura por profissionais de
tecnologia cresceu 671% durante a pandemia
global.

No Brasil, devido ao baixo investimento e
incentivo a area, é formado menos profissionais
quando comparado a demanda e ao potencial do
pais [4]. No estado de Pernambuco esta realidade
de desenvolvimento das &areas relacionadas ao
STEM é ainda mais precaria. Como evidéncia se tem
o fato de que entre 2005 e 2015, ainda que o IDEB
tenha aumentado 44%, as notas do SAEB em
matematica e portugués aumentaram apenas 8% e
11% respectivamente [2].

Devido ao cenario de desenvolvimento
tecnolégico em Pernambuco, houve, por parte do
Governo do Estado de Pernambuco, através da
Secretaria de Ciéncia, Tecnologia e Inovagdo de
Pernambuco, um grande programa de formacdo em
tecnologias habilitadoras de futuro no estado,
programa este que atende 5490 pessoas com 90
turmas, diversas empresas, de portes variados, e
varias instituicbes de ensino, sendo financiado pela
FACEPE (Fundacdo de Amparo a Ciéncia e
Tecnologia de Pernambuco) chamado Projeto de
Extensdo Tecnoldgica (PET).

Tal iniciativa gerou uma grande quantidade
de dados sobre os cursos que sdo desenvolvidos
dentro desta jornada, sobre as atividades,
segmentadas pelo setor de aplicagdo, que sdo
realizadas pelos estudantes junto com as empresas,
de forma que os dados necessitam ser processados
e minerados para obter um melhor entendimento
do projeto.

2 Objetivos

O objetivo do trabalho &, a partir dos dados
coletados, encontrar, através de técnicas de
inteligéncia artificial e mineracdo de dados, relacbes
capazes de mostrar o que tém sido mais frequente
em cada um dos territérios e setores, ou seja,
entender os padrdes gerados pelos projetos tendo
em vista em qual regido estdo inseridos e quais
setores estdo envolvidos.

Tem-se também como objetivo entender,
através dos dados, quais as caracteristicas dos
projetos que geraram resultados positivos, as
caracteristicas dos projetos que obtiveram um

119

resultado nd@o tao bom e o que ndao aconteceu de
forma satisfatéria para que futuramente, em
proximas rodadas, isto possa ser induzido.

Pretende-se, entdo, gerar agrupamento de
dados, ou seja dos projetos, de forma que estes
possam ser entendidos como conjunto, facilitando,
assim, seu entendimento e possiveis corregdes que
venham a ser feitas.

3 Fundamentacao Tedrica

3.1 Projeto de Extensdao Tecnologica
(PET)

O projeto de extens3o tecnoldgica (PET) é
um projeto composto por jornadas que tem como
objetivo aumentar o nimero de parcerias publico-
privadas em que estudantes, com interesse em
formacdo nas areas de STEM, estdo sendo
capacitados e realizando atividades de extensao
em empresas privadas. A iniciativa é realizada com
estudantes que advém de Instituicdes de Ensino do
Estado de Pernambuco (instituicdes de Ensino
Superior, Escolas Técnicas Estaduais de Educacgéo
ou Escolas de Referéncia de Ensino Médio) e
empresas com o objetivo de qualificar pessoas de
forma a resolver problemas de forma inovadora,
preferencialmente em segmentos de maior
intensidade tecnoldgica, contribuindo, assim, para
o desenvolvimento na estrutura produtiva e social
do estado [5].

Desta forma, espera-se que o PET gere de
forma satisfatéria capacitagdo  profissional,
melhoria da formacdo para empregabilidade para
os estudantes envolvidos, além de criar parcerias
com instituigbes de ensino, capacitacbes em
conjunto com o setor produtivo e estimular
carreiras nas areas STEM [5].

3.2 Inteligéncia Artificial

Segundo John McCarthy, inteligéncia
artificial é “a ciéncia e engenharia capaz de
produzir maquinas inteligentes, especialmente
programas de computadores inteligentes. E
relacionada com a tarefa de usar computadores
para entender a inteligéncia humana, porém IA ndo
esta limitada a métodos que s&o observaveis
biologicamente.” [6].

De forma sucinta, inteligéncia artificial é a
area que combina ciéncia da computagdo e grandes
conjuntos de dados com o intuito de resolver
problemas [7]. A IA se torna necessaria em
problemas com conjunto de dados que possuem
uma grande dimensionalidade, de forma que os
algoritmos aplicados a estes possam vir a fugir da
abstracdao humana quando processados.
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As técnicas de inteligéncia artificial podem
ser utilizadas em diversas aplicagdes, tais como
reconhecimento de fala, sistemas de
recomendacdo, visdo computacional, problemas de
classificagdo e regressdo de dados e varios outros
tipos de aplicagdes.

3.3 Machine Learning

Machine Learning ou Aprendizado de
Maquina é uma sub-area da inteligéncia artificial
que estuda o desenvolvimento de modelos
computacionais de aprendizagem. Do ponto de
vista computacional, aprendizado de maquina se
refere ao fato da maquina aprender e melhorar
seus resultados baseada em resultados anteriores
[8].

Um algoritmo de machine learning € um
processo que usa dados de entrada para realizar
uma determinada tarefa, de forma que estes
algoritmos sdo adaptativos e podem alterar sua
estrutura através da repeticdo com o intuito de
melhorar seu aprendizado e retornar melhores
resultados [9].

De forma generalista, pode-se dividir os
problemas de machine learning, de acordo com os
dados de entrada, em trés classes: Aprendizado
supervisionado, Aprendizado ndo supervisionado e
Aprendizado semi-supervisionado.

Figura 1 - Tipos de Aprendizado.
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3.3.1 Aprendizado nao
supervisionado

No aprendizado ndo supervisionado o
objetivo da maquina é obter representagdes dos
dados de entrada que possam ser utilizados para
auxiliar na tomada de decisdo, prever outros dados
de entrada, além de ser capaz de comunicar dados
entre duas maquinas [10].

Estes tipos de algoritmos podem ser
interpretados de forma que sua tarefa & encontrar
padrdes nos dados que lhes sdo fornecidos. Tem-
se como exemplo de aprendizado néo
supervisionado os algoritmos de clusterizagdo e de
reducdo de dimensionalidade. [10]

3.3.1.1 Técnicas de Clusterizacao

Dividir um conjunto de dados em grupos
com caracteristicas similares possui muitas
aplicacbes. Particionar elementos em grupos
similares pode ter como objetivo gerar ideias a
respeito de algumas estruturas inerentes dessa
populagdo ou, entdo, para criar uma estratégia de
negocios [11].

Um grupo de clusters pode ser definido
como um subconjunto da populagdo total. Os
métodos de agrupamento usam estratégias de
busca heuristica para obter as solugbes com a
solucdo mais otima [11].

3.3.1.1.1
Hierarquico

Algoritmo Aglomerativo

O algoritmo aglomerativo hierarquico é
uma técnica de machine learning de aprendizado
ndo supervisionado que é bastante conhecida e
bem estabelecida. O esquema de particao de forma
aglomerativa comecga de forma que este algoritmo
divide o conjunto de dados em pontos unicos
(nodes) e 0s unem, passo a passo, em pares com
caracteristicas mais parecidas, formando um novo
ponto e assim por diante [13].

Varios algoritmos de  clusterizacdo
(agrupamento) utilizam esquemas parecidos com
o citado acima, porém eles diferem na forma em
que a medida interna de similaridade do
agrupamento é computada a cada etapa.

Figura 2 - Definicdo algoritmica de agrupamento
hierarquico.

1: procedure PRIMITIVE__CLUSTERING(S,d) & S: node labels, d: pairwise dissimilarities
N «|5] © Number of input nodes
L+]] & Output list
sizefz] < 1lforallze §
fori«0,....N -2do

(a, b) + argmin ¢, gy ad
Append (a, b, d[a,b]) to L.

S« 5\ {a,}

Create a new node label n ¢ S.
Update d with the information

Somneoaw

dfn, z] = dfr,n] = Formura(d|a, z]. db, z]. d[a, b], size|a], size[b], size[z])

forall z € S.
1 size[n| « size[a] + size[b|
12: S+ Su{n}
13:  end for
14: return L
15: end procedure

v the stepwise dendrogram, an (N — 1) x 3)-matrix

Fonte: [13].
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Os algoritmos aglomerativos funcionam de
acordo com o mostrado na figura 2. Porém, as
abordagens utilizadas podem variar de acordo com
o esquema utilizado para calcular a disténcia entre
os agrupamentos. Algumas técnicas para calculo de
distancia sdo: distancia euclidiana, distancia Ward,
centroide, mediana, e etc.

O resultado final de um algoritmo
aglomerativo &, usualmente, um dendrograma, que
€ um diagrama que mostra a relacdo hierarquica
entre objetos [14].

Figura 3 - Dendrograma.
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Fonte: [14].

3.3.1.1.2 Self-Organizing Maps
(SOM)

O mapa SOM, ou mapa de Kohonen, é uma
rede neural artificial (RNA) cujas células se tornam
sintonizadas especificamente para agregar classes
de padrSes através de um aprendizado néao
supervisionado, que, entdo, produzem uma
representagdo discreta em um espago de baixa
dimensdo (normalmente duas) dos dados de
entrada [15]. Os mapas SOM diferem de outras
RNA’s pois estas aplicam um processo de
aprendizagem competitiva, diferentemente de
redes que, por exemplo, utilizam backpropagation.

Figura 4 - Pseudo-Cddigo do Mapa SOM.
Input: A set of input vectors D = {x;,X3,...,Xa}
Qutput: A set of weight vectors W= {wy,wa,..., Wi}

1: Set parameters ag, 0, 7y, T2, k, and tnas

2: Initialize all w € W to random values

3 for t =1 to tpas do

4  Sclect random x € D

Find w such that d(x, w) = min{d(x,w) | x € D}

5
6 for all w in neighbourhood h do
7 Update the weights: w = w + ah(x - w)
3 Reduce learning rate a
o end for
10: end for
Fonte: [16].
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No mapa SOM, alguns parametros
precisam ser inicializados, conforme mostra figura
3 com o pseudo-cddigo, sdo eles [16] :

1. ay(Learning Rate): a taxa de aprendizado
com que a rede aprende os padrdes.
2. o(sigma): raio, ou seja, distancia em que

a fungdo da vizinhanga alcanga.

3. tmaxNUmMero de iteragbes maxima da rede.

O resultado do processamento do mapa SOM,
como o nome diz, € um mapa que possui 0s
agrupamentos, conforme figura 5.

Figura 5 — Exemplos de resultados do Mapa SOM
Gender Department

Results of ~Accounting= module Results of <Taxation= module

Fonte: [17].

3.3.1.1.3 K-modes

A clusterizagdo por k-Modes é um método
de aglomeragdo derivado do k-Means, porém é
utilizado para dados categoricos, ou seja, dispostos
em categorias [18].

Figura 6 - Pseudo-cddigo para o k-Modes

Input: Sequence Set §
Output: Clusters
1 Randomly select the initial centroids;
while have sequences changed cluster do
Clear all temporary centroids mmpC;
for each point n in § do
for each centroid ¢ in C do
Calculate the distance between ¢ and n;
if The distance is the nearest found then
Move n to cluster c;
Update the number of points in centroid c;
update the position of mpC;
for each centroid ¢ do in C do
_I_ calculate the new value of position ¢ based on the mpC:

Fonte: [19].

"
FECScmunmaewn

Como o k-modes ndo é um algoritmo
hierarquico, entdo €& necessario estabelecer um
numero de clusters para que seja inicializado o
algoritmo. O ndmero otimo de agrupamentos
usualmente é obtido utilizando o método do
cotovelo [18].
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3.3.1.2 Métricas de Avaliacao de
Modelos de Clusterizacao

3.3.1.2.1 Indice de Pureza

A pureza é um critério de avaliacdo externo
do cluster para medir a qualidade do agrupamento
[20].

Para calcular a pureza, cada agrupamento
é atribuido com o nome da classe que é mais
frequente neste cluster e, entéo, a acuracia dessa
atribuicdo é calculada conforme equagdo 1 [20].

Figura 7 - Exemplo nomenclatura cluster pureza.

e
/AAAA‘», /BB\B\\' /ccc>\

| |
B.C | \ B.A ) B.A ,.Jl
oy 4 4

—~ ~ - ~

Cluster A Cluster B Cluster C
Fonte: [22].

pureza (2,®) = %Zk max|wy N ¢;|

(1)

Os clusters com pureza proxima a 0 sao
agrupamentos ruins e um cluster perfeito possui
pureza 1 [20].

3.3.1.2.2 Coeficiente de Silhueta

O coeficiente de silhueta é calculado
levando em consideracgdo a distancia média dentro
do cluster e a distancia média do cluster mais
proximo de cada ponto dos dados. O coeficiente
pode ser calculado conforme equacao 2 [21]:

(b-a)

coeficiente de silhueta = - (2)

E sabido que um coeficiente de silhueta
proximo de 1 significa que aquele determinado
ponto esta no cluster correto, um coeficiente perto
de 0 significa que aquele ponto pode pertencer a
outro agrupamento e um coeficiente de valor -1
significa que o ponto estd no agrupamento errado
[21].

4 Metodologia
4.1 Coleta dos dados

A coleta de dados dos projetos foi realizada
através de dois formularios no Google que foram
enviados pela coordenacdo do PET para os
coordenadores de cada um dos projetos. O
primeiro formulario diz respeito aos dados das
empresas em que os projetos estavam sendo
aplicados, entdo este coletou algumas informagdes
como: setor de atividade da empresa, regido de
desenvolvimento do estado atendida pela
empresa, porte da empresa, funcionarios da
empresa participantes no projeto e, também, o
nivel de satisfacdo dos coordenadores dos projetos
para com o PET até o momento da resposta. O
segundo formuldrio trata dos cursos oferecidos
pelos projetos e coletou informagdes como: area
de conhecimento do curso, tecnologia habilitadora
empregada/lecionada, periodo de execugdo do
curso, carga horaria do curso de capacitacao,
modalidade do curso, quantidade de professores
que colaboraram com a execucao do curso,
instituicbes de ensino participantes, nimero de
alunos inscritos, selecionados e que finalizaram o
curso, além de medir o nivel de satisfacdo dos
professores com a realizacdo do curso e do
desempenho dos alunos.

4.2 Tratamento dos dados

Inicialmente foi feito, em Python, a jungdo
das respostas de ambos os formularios a partir do
numero ARC que é Unico. Apds isso, houve a
limpeza dos dados através da exclusdo de algumas
colunas. Houve também a transformacgdo de
colunas, como: categorizagdo do porte das
empresas e categorizagdo das instituigdes de
ensino. Apds estas etapas, um documento em
Excel foi gerado, de forma que os dados estavam
limpos e organizados e entdo poderiam ser
utilizados para sua aplicagdo. Ressalta-se que cada
algoritmo utilizado possui uma particularidade em
relacao aos dados, entdo, para cada um, houve um
tratamento diferente.

4.2.1 Algoritmo Aglomerativo e Mapa
SOM

Ambos algoritmos, tanto o algoritmo
aglomerativo quanto o Mapa SOM requerem dados
numéricos como entrada. Através do Python se foi
separado o conjunto de dados em duas tabelas,
uma tabela apenas com as varidveis numéricas e
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uma tabela apenas com as variaveis categdricas.
Na tabela com varidveis numéricas foi utilizada a
biblioteca sklearn e um método de pré-
processamento desta que permite que haja uma
normalizacdo dos dados, o StandardScaler [23].
Ja na tabela com variaveis categdricas, foi utilizada
a técnica OneHotEncoder [24] para transformar as
categorias em numeros binarios.

Apos o0s tratamentos em separado, as
tabelas ja tratadas foram unidas novamente,
gerando um novo arquivo a ser utilizado no
processamento de ambas as técnicas.

4.2.3 K-Modes

O algoritmo de clusterizagdo k-modes
requer dados categéricos, conforme citado na
secdo 3.3.1.1.3, ou seja, os dados de entrada do
algoritmo ndo podem ser numéricos. Portanto,
partindo do arquivo gerado, os dados numéricos
como duragdo do curso, numero de alunos
inscritos, nimero de alunos selecionados, nimero
de alunos que concluiram os cursos e a satisfagdo
foram categorizados, ou seja, foram colocados em
intervalos (Ex: se 47 alunos concluiram o curso,
esse valor foi substituido pelo intervalo categorico
“0a50", referindo-se que o nimero de alunos que
concluiram esta entre 0 e 50, conforme figura 8).
Desta forma, um novo arquivo foi gerado
exclusivamente para ser utilizado no
processamento do k-modes.

Figura 8 - Exemplo de tratamento dos dados.

MALUINSC | NALUSEL NALLFCDNCLP

0as0 0a50 0a50
0as50 0as0 0a50
50a100 50a100 50al100
0a50 0a50 0a50

50a100  0a50 0a50
50a100  0a50 0a50
502100  50al00 0a50

0as50 0a50 0a50
0a50 0a50 0a50
0as50 0a50 0a50

50a100 0as0 0a50
50a100  50a100 50al00
50a100  0a50 0a50

Fonte: Autor.

4.3 Processamento dos dados

4.3.1 Algoritmo Aglomerativo

123

O processamento dos dados utilizando o
algoritmo aglomerativo foi feito em Python,
utilizando a biblioteca do sklearn Agglomerative
Clustering. Para descobrir o numero ideal de
clusters, utilizou-se o método do coeficiente de
silhueta para calcular esta métrica variando o
numero de agrupamentos.

4.3.2 K-modes

Para o k-Modes, também em Python,
utilizou-se o algoritmo kModes da biblioteca
kModes [26]. Como citado na secao 3.3.1.1.3,
esta técnica necessita que se encontre o ndmero
otimo de agrupamentos e, para tal, foi utilizado o
método do cotovelo, calculando-se, desta forma, o
custo computacional pelo nimero de clusters,
conforme figura 9.

Figura 9 - Método do cotovelo - Kmodes.
Método do cotovelo

625

600

575

550

Custo

525
500
475

450

425

1 2 3 4 5 3 7 8 9
No. de clusters

Fonte: Autor.

4.3.3 Mapa SOM

0] processamento da  clusterizacdo
utilizando o Mapa SOM foi feito em Python, a partir
da biblioteca minisom [27]. Partido do arquivo
gerado na etapa de tratamento de dados, o arquivo
foi carregado e se foi utilizado como parédmetros da
rede, um sigma 50%, uma taxa de aprendizagem
de 0,1 e a distdncia de ativagdo sendo a euclidiana.
A inicializacdo do mapa se deu através de pesos
utilizando o PCA (Principal Component Analysis),
um algoritmo de reducdo de dimensionalidade.
Além disso, foram utilizadas 100.000 iteracbes com
o random seed igual a 1.
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5 Resultados

5.1 Algoritmo Aglomerativo

Para o algoritmo aglomerativo, se testou
varios numero de clusters de 2 até 9, o que melhor
apresentou resultado, a partir do coeficiente de
silhueta, foi a clusterizagdo com 5 agrupamentos,
conforme mostra a figura 10. O coeficiente de
silhueta para este caso foi 0,36. A figura 10 mostra,
ainda, o dendrograma para este agrupamento.

Figura 10 - Resultado Algoritmo Aglomerativo

Clusters: 5
Hierarchical Clustering Dendrogram

10

D
RACHE TR R BaS e SR SRR SRR T HNRRE NaSE

Number of points in node (or index of point if no parenthesis)
Silhueta para 5 Clusters: 0.36186004198830375

Fonte: Autor.

As caracteristicas mais frequentes de cada
um dos 5 clusters obtidos, estdo no apéndice A.

5.2 K-modes

Conforme mostrado na secédo 4.3.2 o
método do cotovelo concluiu que o nimero otimo
de clusters era 6. Portanto, foram gerados 6 grupos
0s quais as caracteristicas destes estdo descritas
no apéndice B.

5.3 Mapa SOM

O mapa SOM gera, como diz 0 nome, um
mapa, porém, o numero de cluster pode ser
arbitrado de acordo com a distribuicdo gerada. A
partir do mapa gerado foram feitas duas
distribuicbes de clusters, como as vistas nas
figuras 12 e 13.

Para efeito de avaliacdo, foram gerados os
coeficientes de silhueta para ambas as

distribuicdes. A primeira distribuicdo, exposta na
figura 12, obteve um coeficiente de silhueta de -
0,17, enquanto a segunda, exposta na figura 13,
obteve um coeficiente de -0,06. Ambos os
coeficientes geraram ndmeros proximos de 0.

As caracteristicas que mais aparecem em
cada um dos clusters do melhor agrupamento
gerado pela rede, ou seja, o segundo
agrupamento, estdo relatadas no apéndice C.

Figura 12 - Resultado Mapa SOM - Primeira
Clysterizagéo

106% - 0:00:00 left
1652924 .

Cluster 4

Cluster 2 Cluster 7

Cluster 6

Cluster 1

Cluster|8

Fonte: Autor.

Figura 13 - Resultado Mapa SOM - Segunda
Clusterizagdo

Fonte: Autor.
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6 Conclusoes

Primeiramente é importante ressaltar que,
devido a formas diferentes de tratamento de dados
entre as técnicas de k-Modes e Algoritmo
Aglomerativo e Mapa SOM, o primeiro ficou
impossibilitado de ser comparado com os outros
dois, que, por sua vez, podem ser comparados entre
si, inclusive pela métrica do coeficiente da silhueta.
Porém, isso ndo inviabiliza uma analise
individualizada da clusterizagdo gerada pelo
algoritmo do k-Modes.

Quando comparados, 0s agrupamentos
gerados pelo Mapa SOM (os dois) e o algoritmo
aglomerativo hierarquico, fica claro, a partir da
métrica utilizada, de que o Gltimo apresenta uma
melhor clusterizacdo, ou seja, agrupa os dados de
uma forma melhor, com um coeficiente de silhueta
de, aproximadamente, 0,36. Desta forma, este
agrupamento gerado, com 5 grupos, pelo algoritmo
aglomerativo, pode, entre os trés analisados, ser
considerado o melhor.

Ja analisando o resultado gerado pelo k-
Modes, pode-se perceber que, mesmo ndo havendo
uma comparacao com algoritmos de outras classes,
0 agrupamento gerado, ainda, assim passou por
métricas de validacdo, como o método do cotovelo,
ou seja, dentro da classe dos agrupamentos
possiveis a serem gerados pelo k-Modes, o
resultado obtido pode ser considerado um resultado
otimizado.

Quando analisada as caracteristicas mais
frequentes dos melhores agrupamentos gerados, os
gue estdo expostos na secdo de apéndice, pode-se
perceber que os agrupamentos que possuem como
origem mais frequentes as instituigbes privadas, sao
aqueles que possuem o maior nimero de alunos
inscritos, ou seja, os projetos que estdo sendo
executados em instituicdes privadas sdao aqueles
gue possuem e ofertam o maior nimero de vagas.
Ainda na analise das caracteristicas mais
frequentes, conclui-se que o projeto tem sido muito
bem avaliado em termos de satisfacdo, visto que
todos os agrupamentos tem como maior frequéncia
no quesito satisfagdo a resposta “Excelente” ou
“"Bom". A regido do estado que mais foi contemplada
pelo projeto foi a RMR (Regido Metropolitana do
Recife), a modalidade mais utilizada para o ensino
foi a virtual (sincrona e/ou assincrona), o setor de
comércio e servicos foi bastante contemplado e os
projetos contaram com a presenca de funcionarios
das empresas envolvidas.

Portanto, a partir dos dados, do tratamento
e aglomeragdo destes, pode-se concluir que o
projeto de extensdo tecnoldgica, com o intuito de
fomentar o desenvolvimento da area de STEM no
estado de Pernambuco, tem sido extremamente
bem avaliado pelos seus beneficidrios, esta
atingindo varios setores tecnoldgicos, regifes e um
ndmero significativo de alunos,
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Como sugestdo de trabalho futuro e de
melhoramento da atual pesquisa, sugere-se utilizar
uma forma de tratamento de dados iguais para
todas as técnicas utilizadas. Uma dessas formas
pode ser se utilizando da matriz de distédncia com o
meétodo de Hamming, visto que este trata de dados
categoricos.
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Aéndice A: Caracteristicas Mais
Frequentes dos Clusters obtidos com o
Algoritmo Aglomerativo

Cluster 0 Cluster 1 Cluster 2 Cluster 3 Cluster 4
AREA Ciéncias Exatas e da Terra | Ciéncias Exatas e da Terra| Ciéncias Exatas e da Terra Ciéncias Exatas e da Terra | Ciéncias Exatas e da Terra
DURAGAO 21 dias 21 dias 13 dias 82 dias 23 dias
CARGA HORARIA 30 a 44h 30 & 44h Mais de 60h 30 a 44h Mais de 60h
MODALIDADE Virtual (Sinc. & Assinc.) Virtual (Sinc. e Assinc.) | \irtual (Apenas Assincrono) | Hibrido (presencial e virt.) Virtual (Sinc. & Assinc.)
NPROF 1 1 3 1 3
ORIGEM Diversos InstituigBo Federal InstituigBo Privada Instituigdo Estadual InstituigBo Privada
NALUINSC 45 17 300 43 41
NALUSEL 50 17 82 50 33
NALUCONC 10 21 72 48 5
SIST_AVALIACAO | Presenga, Tarsfas ou trabalho Provas ou Teste Presanga, Tarefas ou trabalho | Presenga, Projeto e Desafios | Presenga, Tarefas ou trabalho
SATISF_PROF 5 4 5 5 5
SATISF_DESEM 5 4 3 5 4
SATISF_ALUN 5 4 4 5 4
SETOR Comércio, Servigos @ Turismo| Tec. e Info @ Comunic. Comércio Tec. & Info &8 Comunic. Energia
REGIAD RMR RMR RMR Mata Morte RMR
PORTE Peguenas Empresas Médio Porte Médio Porte Grande Porte Micro Empresa
FUNC_EMPRESA Sim Sim Sim Sim Sim
NFUNCEMPRESA 1a2 1a2 182 3ah 182
SATISF 5 5 4 5 4
Apéndice B: Caracteristicas Mais
Frequentes dos Clusters obtidos com o
kModes
kModes
Cluster 0 Cluster 1 Cluster 2 Cluster 3 Cluster 4 Cluster 5
AREA Ciéncias Exatas e da Terra Engenharias Ciéncias Sociais Aplicadas | Ciéncias Exatas e da Terra | Ciéncias Exatas e da Tesra | Cidncias Exatas e da Terra
DURACAD 15 & 30 dias 10 a 15 dias 0 a 10 dias 15 a 30 dias 15 a 30 dias 15a 30 dias
CARGA HORARIA 30 a 44h 30 a 44h 45 a 60h 30 a d44h Mais de 60h 30 a 44h
MODALIDADE Virtual (Sinc.} Virtual (Sinc. 8 Assinc.) Hibrido {presencial & virt.) Virtual {Sinc. & Assinc.) Virtual (Sinc. e Assinc.) Virtual (Sinc. e Assinc.)
NPROF 1a2 Mais da 5§ 3as 1a2 3ab 182
ORIGEM InstituigBo Federal Diversos Diversos Instituigo Estadual Instituigies Privadas Instituigio Federal
MNALUINSC 0 a 50 aluncs 50 a 100 aluncs 0 a 50 aluncs 0 a 50 alunos 400 a 500 alunos 0 & 50 alunos
NALUSEL 0 a 50 alunos 0 a 50 alunos 0 a 50 alunos 0 a 50 alunos 0 a 50 alunos 0 a 50 alunos
NALUCONC 0 a 50 aluncs 0 & 50 alunos 0 a 50 aluncs 0 a 50 alunos 0 a 50 alunos 0 a 50 alunos
SATISF_PROF Excalents Excalents Excalente Excelents Excalents Bom
SATISF_DESEM Excalente Excalents Bom Excalanta Bom Bom
SATISF_ALUN Excalents Excalenta Bom Excelante Excalents Bom
SETOR Indiiatria Indistria Comércio/Servigo Comércio’Servico Comércio/Sarvigo TICeEletrénica
REGIAD RMR RMR Agreste Central RMR RMR RMR
PORTE Médio Porte Pequena Empresa ME! Peguena Empresa Micro Empresa Pequena Empresa
FUNC_EMPRESA Sim Sim N&o Sim Sim Sim
NFUNCEMPRESA 3ab 1a2 1a2 1a2 1a2 1a2
SATISF Excelente Excelente Bom Excelente Excalente Excelente
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Apéndice C: Caracteristicas Mais
Frequentes dos Clusters obtidos com o
Mapa SOM
Mapa SOM
Cluster 0 Cluster 1 Cluster 2 Cluster 3 Cluster 4
AREA Ciéncias Exatas e da Terra | Ciéncias Exatas e da Terra| Ciéncias Exatas e da Terra | Ciéncias Exatas e da Terra | Ciéncias Sociais Aplicadas
DURACAO 10 dias 21 dias 23 dias 21 dias 14 dias
CARGA HORARIA 30 a 44h 30 a 44h 30 a 44h 30 a 44h 45 a 60h
MODALIDADE Hibrido {presencial & virl.) Virtual (Sinc.) Virtual {Sinc. @ Assinc.) Virtual (Sinc. & Assinc.) irtual (Sinc. @ Assinc.)
NPROF 1 1 3 2 5 ou mais
ORIGEM Instituigio Federal Diversos Diversos Instituigdo Estadual Instituigio Federal
NALUINSC 45 10 411 44 24
NALUSEL 45 50 50 44 23
NALUCONC 10 8 & 48 12
S5IST_AVALIACAO | Presenga, Tarefas ou trabalho Projeto Presanga, Tarefas ou frabalho | Presenga, Projeto e Desafios | Provas, tarefas & Trabalhos
SATISF_PROF 5 5 5 5 4
SATISF_DESEM 5 5 5 5 4
SATISF_ALUN 5 5 5 5 4
SETOR Energia Tec. e Info @ Comunic. Comércio Comércio Comércio
REGIAO RMR RMR RMR Mata Morte RMR
PORTE Peguenas Empresas Méo Respondeu Médio Porte Pequenas Empresas MEI
FUNC_EMPRESA Sim Sim Sim Sim Sim
NFUNCEMPRESA 3ab 1a2 1a2 1a2 1a2
SATISF 5 5 5 5 5




