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RESUMO  

 
Este artigo teve como objetivo avaliar o desempenho do modelo de 

inteligência artificial YOLOv8 para identificar contentores de frutos em 

imagens e vídeos. Os resultados mostraram que a rede é capaz de atingir 

alta precisão, tanto em imagens quanto em vídeos, mesmo em condições 

adversas. A pesquisa operacional (PO) desempenha um papel 

fundamental nesse trabalho, pois é utilizada para modelar o problema de 

negócio, identificado como a ausência de controle, em tempo real, da 

quantidade de frutos beneficiados e como o monitoramento desses 

contentores pode fornecer métricas para estimativas essenciais de 

controle de colheita. 

PALAVRAS-CHAVE: Visão Computacional; YOLOv8; Pesquisa 
Operacional; Modelo de negócio; Análise de Dados. 

 

ABSTACT  
 
In this research, the performance of the YOLOv8 network in identifying 
fruit containers through images and videos was evaluated. The results 
showed that the network can achieve high accuracy in both images and 
videos, even under adverse conditions. Operational research (OR) plays 

a fundamental role in this work, as it is used to model the business 
problem identified as the lack of real-time control over the quantity of 
fruits being processed. Monitoring containers with harvested fruits can 
provide metrics for essential harvest control estimates in fruit processing.  
 
KEY-WORDS: Computer Vision; YOLOv8; Operational Research; 

Business Model; Data Analysis. 
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1 INTRODUÇÃO 
 

A Visão Computacional (VC) é um campo da 

Inteligência Artificial (AI) que se concentra em 

permitir que computadores obtenham e 

compreendam o mundo visual, e usa vários recursos 

para alcançar seus objetivos, incluindo: Redes 

Neurais Convolucionais (CNNs), Aprendizado 

Supervisionado, Aprendizado Não Supervisionado, 

Aprendizado Semi-Supervisionado, Transfer 

Learning, Processamento de Linguagem Natural 

(PLN), Processamento Paralelo e GPU, Algoritmos de 

Pré-processamento de Imagem, Técnicas de 

Segmentação de Imagem e Técnicas de Pós-

processamento [1]. Ela é uma abordagem de 

inspeção baseada na análise e processamento de 

imagens, e oferece uma técnica automatizada, não 

destrutiva, econômica, rápida e sem contato para 

determinar os padrões de qualidade e controle em 

vários setores [2][3][4]. Sua aplicação não visa 

apenas substituir a inspeção manual, mas também 

melhorar as habilidades manuais na indústria [5], 

melhorando a precisão e a repetibilidade [6]. 

Os sistemas de VC e a tecnologia automática 

baseada na visão podem determinar de forma 

rápida e com precisão a qualidade dos produtos 

agrícolas e alimentares, auxiliando no 

desenvolvimento de processos totalmente 

automatizados [7][8], com potencial para futuros 

avanços em sistemas de imagem combinando 

múltiplas câmeras [9]. Estes sistemas podem 

efetivamente inspecionar e detectar doenças 

perigosas em frutas cítricas, auxiliando na detecção 

precoce e melhor controle de qualidade [10]. 

Também são eficazes para inspeção automática de 

qualidade externa de frutas e vegetais, aumentando 

o valor de mercado e as preferências dos 

consumidores [11]. 

A técnica de detecção de objetos "You Look Only 

Once" (YOLO) é uma família de modelos de 

aprendizado de máquina profundo projetados para 

detecção rápida [12]. Em estudos comparativos, a 

YOLOv2 e a YOLOv3 demonstraram resultados 

inferiores a rede Mask R-CNN. Por outro lado, estes 

modelos demonstram capacidade de detectar, 

segmentar e rastrear com sucesso os aglomerados 

de uva em pomares, fornecendo dados valiosos para 

aplicações agrícolas, como previsão de rendimento 

e colheita automatizada [13]. Em estudos mais 

recentes para a deteção de aglomerados de uvas 

comparou-se o desempenho da YOLOv5 com as 

redes de detecção, a YOLOV3, a YOLOv4, a Faster 

R-CNN e a RetinaNet. O estudo mostrou que o 

YOLOv5 obteve precisão superior [14, 12]. 

A YOLOv8 é atualmente considerada o estado da 

arte para atividades de detecção de múltiplos 

objetos, com melhor resposta temporal, maior 

precisão e facilidade de uso [15]. Estas 

características tornam o YOLOv8 uma excelente 

escolha para a aplicação [16]. 

A indústria estudada produz e embala frutas in 

natura e a uva de mesa é seu principal produto. Por 

ser um produto perecível, as atividades de colheita 

e pós-colheita devem realizadas de forma célere, 

devido à sensibilidade das uvas à elevação da 

temperatura [17]. A qualidade do produto vegetal, 

uma vez perdida, não pode ser recuperada ao longo 

da cadeia. Por isso, há esforço para diminuir o 

período entra a colheita e a comercialização, 

aumentando o tempo de prateleira desses frutos 

[18]. Os elos da cadeia de produção dessa 

indústria incluem etapas de produção, 

processamento e distribuição [19]. A Figura 1 

mostra o fluxograma e a Figura 2 apresenta as 

etapas de beneficiamento das frutas no processo de 

forma gráfica. 

Na etapa de produção, a colheita da uva é 

realizada manualmente, com pré-seleção dos frutos 

ainda no campo. São cortados os cachos, retirando-

se restos foliares, gavinhas, bagas com danos ou 

defeitos, imaturas, doentes e desuniformes. Os 

cachos são colocados em contentores de colheita de 

plástico e forrados com espuma de polietileno. Em 

cada contentor, é colocada apenas uma camada de 

cachos, com os pedúnculos voltados para cima, 

totalizando o peso médio de 7,5 kg de fruta. 

Após a colheita, os contentores são 

transportados para o local do processamento, onde 

são separados os cachos de uva de acordo com os 

seus mercados de destino. A separação é realizada 

manualmente por embaladeiras. A mensuração e 

controle de contentores durante sua entrada no 

processo de beneficiamento de frutas é um 

processo inteiramente manual na fazenda em 

estudo e por meio de Pesquisa Operacional (PO) no 

local de produção, mostrou ser um importante 

indicador para controle e expedição de produção 

em tempo real. 

Este trabalho objetiva treinar e avaliar o 

desempenho da rede YOLOv8 para identificar 

contentores de frutos por meio de imagens e vídeos. 

Para isso, foram realizadas etapas de planejamento, 

incluindo a identificação de problemas por meio de 

Pesquisa Operacional, o levantamento de pré-
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(1) 

(2) 

requisitos e métricas, e a captação de imagens e 

vídeos de contentores. 

 

Figura 1 – Fluxograma cadeia de beneficiamento de fruto.  

 

 
Fonte: autoria própria. 

 
Figura 2 – Etapas de beneficiamento de frutas. 

 

 
Fonte: autoria própria. 

 

2 DESCRIÇÃO DO PROBLEMA 
 

A identificação de um problema de negócio é 

essencial para o desenvolvimento de produtos de 

base tecnológica [20][21]. Existem várias 

metodologias para identificar problemas, como 

entrevistas e visitas técnicas ao local de produção 

[20]. Neste trabalho, foram realizadas entrevistas 

com trabalhadoras de embalagem e seleção de 

frutos, líderes técnicos da área de beneficiamento, 

carregadores e administradores. 

Nesta etapa, foi realizado um levantamento de 

demandas e identificou-se, a partir de uma queixa, 

que o controle da quantidade de frutos que 

entravam no packing house não era feito em tempo 

real de forma automatizada ou semiautomatizada. 

Toda a estimativa era feita de maneira manual e 

intuitiva. O controle automatizado era realizado 

apenas dos produtos que saiam do beneficiamento 

por meio da tecnologia RFID. Para investigar melhor 

a questão e verificar se esse problema tinha 

potencial de ser explorado e trazer resultados 

positivos para a indústria, optou-se por utilizar uma 

metodologia de Pesquisa Operacional. A partir da 

técnica de Programação Linear (LP), foram 

identificadas as variáveis de decisão (VD), a função 

objetivo (FO) e as restrições desse problema de 

produção. 

Na usina de beneficiamento estudada, uvas 

colhidas são recebidas em contentores de 7,5 kg. 

Em seguida, são encaminhadas para o setor de 

embalagem, onde são limpas, selecionadas de 

acordo com o mercado de destino, pesadas, 

embaladas, acondicionadas em caixas 

padronizadas de papelão, paletizadas e empilhadas 

em colunas sobre um palete [22].  Em câmaras 

frias, as uvas são armazenadas aguardando a 

última etapa do beneficiamento, a expedição em 

caminhões climatizados para o mercado 

consumidor. Todo esse processo visa garantir que 

as uvas atendam às exigências de mercado final, no 

caso estudado, os principais clientes são mercados 

externos [23].  

Para atender a demanda de seu mercado, a 

indústria estabelece como meta diária beneficiar 

um contêiner de 13 toneladas/dia, com no máximo 

6% de refugo. Essa produção para mercados 

externos recebe a categoria de qualidade 

“premium”. Já os frutos que não atendem aos 

critérios físicos exigidos são destinados ao mercado 

interno. Considerando apenas o cenário objetivo de 

produção total de frutos colhidos, e sendo a variável 

de decisão do sistema proposto a quantidade de 

contentores com frutos colhidos (x), a estimativa 

de frutos colhidos em kg (T) é expressa por uma 

função, onde a variável de decisão (VD) é: 

 

X = quantidade de contentores com frutos 

colhidos em kg. 

 

𝑇(𝑥) = 7,5𝑥.           

 

  Temos uma função objetivo que representa a 

relação da VD de maneira proporcional a entrada de 

frutos em kg no pack. Tem-se uma média diária de 

2.500 contentores sendo beneficiados, para ter a 

quantidade total de frutos colhidos em kg por dia, 

podemos apenas substituir os termos na função: 

 

𝑇(𝑥) = 7,5.2500, 

𝑇(𝑥) = 18750 𝑘𝑔. 
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(3) 

(4) 

(5) 

(6) 

(7) 

  A meta diária necessária de produção é de 13 

toneladas/dia, ou 13000 kg/dia, para o fechamento 

de um contêiner para exportação. Nesse primeiro 

sistema, esse valor é considerado uma primeira 

restrição de demanda. A capacidade de beneficiar 

frutos está diretamente relacionada à capacidade de 

expedir esses frutos. A seguinte restrição é 

representada assim: 

 

𝑅𝑒𝑠𝑡𝑟𝑖çã𝑜 𝑑𝑒 𝑑𝑒𝑚𝑎𝑛𝑑𝑎: 𝑇(𝑥) = 7,5𝑥 ≤ 13000
𝑘𝑔

𝑑𝑖𝑎
. 

 

  A restrição ainda não considera a meta de refugo 

diário de 6%. Para descrever melhor essa relação, 

podemos construir a função da seguinte maneira: 

 

𝑇(𝑥) = 7,5𝑥 + 0,06𝑥𝑡, 

 

onde, 𝑥𝑡 representa 7,5𝑥  e substituídos os termos 

teremos uma meta de produção diária que 

considera as perdas de produção no cenário com 

2500 contentores beneficiados de: 

 

𝑇(𝑥) = 7,5 + 0,06𝑥𝑡, 

𝑇(𝑥) = 18750 + 0,06 . 18750, 

𝑇(𝑥) = 18750 + 1125, 

𝑇(𝑥) = 19875 𝑘𝑔. 

 

  Também podemos considerar uma restrição de 

não-negatividade desse sistema: 

 

𝑇(𝑥) = 7,5𝑥 ≥ 0 

 

  No cenário atual de produção da indústria, a 

produção diária estimada pelo controle interno é de 

aproximadamente 20.000 kg de frutas, o que 

excede a restrição de demanda diária estimada de 

13.000 kg/dia e a produção diária considerando o 

refugo de 19875 kg. Para cálculo de demanda 

excedente (DE), podem ser usado: 

 

𝐷𝐸 = 7,5 + 0,06𝑥𝑡 − 13000 𝑘𝑔, 

𝐷𝐸 = 19875 − 13000,  

𝐷𝐸 = 6875 𝑘𝑔. 

 

  Para reduzir perdas, a indústria direciona a 

produção DE para o mercado interno (MI). A meta 

atual é direcionar 70% da produção diária para 

exportação e 30% para MI e refugo. No sistema 

operacionalizado na PO, a indústria não consegue 

atingir as metas propostas, pois sua capacidade de 

expedição de 13000 kg/dia representa apenas 

65,40% do cenário otimizado de produção de 19875 

kg/dia e 34,59% para MI e refugo. 

  Duas importantes considerações devem ser feitas 

sobre esse cenário produtivo. A primeira é que, se 

grande parte da fruta colhida atender mais a 

critérios de mercado interno, isso impactará na 

programação do contêiner do dia para exportação. 

Neste caso, a meta diária fica engessada em um 

planejamento semanal de logística e a demora em 

conseguir fechar um contêiner com as frutas de 

qualidade exigidas para exportação, gera o risco da 

expedição perder seu prazo de viagem. Isso 

significa mais tempo em refrigeração para as frutas 

perecíveis, que têm vida útil curta devido ao 

amadurecimento, mesmo com controle de 

temperatura. Em casos extremos, pode até mesmo 

levar à perda da venda. 

  Em segundo lugar, os valores calculados de 

produção são apenas estimativas. No momento do 

beneficiamento, o controle e a programação do 

embalamento de frutas são realizados de forma 

intuitiva e manual. Portanto, a produção estimada 

pode variar significativamente durante o processo 

de produção. 

  O controle em tempo real da quantidade de 

contentores com frutos colhidos em kg na usina, 

juntamente com a estimativa da DE e a meta de 

exportação na linha de produção, pode ajudar a 

corrigir problemas da colheita de forma mais rápida 

e eficaz. Se a quantidade de frutos colhidos estiver 

acima da meta de DE, a usina pode tomar medidas 

para orientar a colheita ou identificar problemas em 

tempo de produção na colheita antes que eles se 

tornem graves, como uma praga ou doença. 

 
3 METODOLOGIA 
 

Após validação de um possível problema de 

estimação, é importante gerar um processo de 

intervenção com impacto na produção. Para isso, foi 

realizada a modelagem de um produto mínimo 

viável (MVP) e definidas as seguintes métricas-

chaves: taxa de precisão de contagem de 

contentores (TP); tempo médio de processamento 

por unidade de contentor (TM); demanda 

excedente (DE); percentual de exportação (PE) e 

nível de satisfação de usuários. 

As imagens foram extraídas por meio do 

Pygoogle_image, um pacote Python que permite 

baixar imagens do Google Imagens [24]. O pacote 

é gratuito e de código aberto, e está disponível no 

PyPI. A seguinte Keywords de parâmetro foi 

utilizada: “caixa plástica vazada”. Foram extraídas 

800 imagens e após o pré-processamento 
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resultaram em 495 imagens prontas para o 

processo de rotulação. 

As imagens do conjunto de dados foram 

devidamente anotadas, identificando as regiões que 

contêm os contentores de frutos. A rotulação do 

banco de dados foi realizada de forma sistemática 

com a utilização da ferramenta LabelImg [25], um 

software livre e de código aberto. As anotações 

foram salvas como arquivos XML no formato 

PASCAL VOC, usado pela ImageNet e suporta os 

formatos YOLO. 

O YOLOv8 foi selecionado para identificação do 

contentor por sua eficiência e eficácia comprovadas 

em tarefas de detecção de objetos em tempo real, 

especialmente em cenários com múltiplos objetos 

em uma única imagem. A rede YOLOv8 foi 

implementada no ambiente em nuvem da Google 

Colaborary. O banco de dados rotulado foi carregado 

para um repositório no Google Drive. 

Para implementar a rede, é necessário instalar a 

biblioteca Collection Ultralytics e outras bibliotecas, 

como shutil e random. Após a implementação das 

ferramentas essenciais, foi construída uma função 

para separar o conjunto de dados em dois tipos: 

treinamento e teste. O banco de dados final é 

composto por 495 imagens rotuladas com um único 

rótulo, ‘contentor’. As imagens foram divididas em 

396 para treino (80%) e 99 para teste (20%). 

O modelo YOLOv8l foi utilizado para o 

treinamento, em modo de detecção. 

Hiperparâmetros foram configurados buscando o 

melhor desempenho. O modelo foi parametrizado 

para 300 ciclos, mas o treinamento foi interrompido 

precocemente porque nenhuma melhoria foi 

observada nas últimas 25 épocas. Esse 

procedimento de EarlyStopping foi parametrizado 

nas configurações de treino do modelo. 

 

Figura 3 – Amostra de imagem extraída. 

 
Fonte: imagem extraída pelo Pygoogle_image. 

 

Figura 4 – Exemplo do conjunto de validação. 

 

 
Fonte: autoria própria. 

 

4 RESULTADOS 
 

Após 113 épocas, o modelo YOLOv8 foi 

executado e o melhor resultado do modelo foi 

obtido na época 93 (Tabela 1). 

 

Tabela 1 – Principais métricas do treino. 

Época metrics/ 
precision 

metrics/r
ecall 

metrics/mAP50 

93 0.992 0.994 0.866 0.702 

Fonte: autoria própria. 

 

 O desempenho do modelo no conjunto de 

validação foi ligeiramente superior ao desempenho 

no conjunto de treinamento. Isso indica que o 

modelo está aprendendo a identificar os 

contentores com maior precisão. Esse resultado é 

importante, pois o conjunto de validação é diferente 

dos outros conjuntos de dados, pois contém 

imagens de contentores retirados da linha de 

produção. Essas imagens representam objetos que 

o modelo não viu durante o treinamento. 

A Figura 5 mostra a matriz de confusão do 

processo de classificação, indicando que o modelo 

se generaliza bem para objetos que não viu durante 

o treinamento. Isso demonstra que o modelo é 

capaz de aprender a identificar objetos de forma 

robusta. Os resultados indicam que o modelo é um 

bom candidato para a tarefa de detecção de objetos 

do tipo contentor. O modelo melhora seu 

desempenho com o treinamento e se generaliza 

bem para objetos que não viu durante o 

treinamento. 

 

 

Figura 5 – Matriz de confusão do processo de 

classificação. 
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Fonte: autoria própria. 

 

 A matriz mostra que 126 objetos reais da 

classe contentor foram corretamente classificados e 

que o modelo teve um desempenho geral bom, com 

um recall de 92,2% e uma precisão de 91,3%. O 

recall indica a porcentagem de objetos reais que o 

modelo foi capaz de detectar corretamente. A 

precisão indica a porcentagem de objetos 

detectados que realmente são objetos reais. A 

Figura 6 mostra um contentor detectado em um 

vídeo na linha de empacotamento. 

 

Figura 6 – Detecção em vídeo. 

 

 
Fonte: autoria própria. 

 

4 DISCUSSÕES E CONCLUSÕES 
 

  Foram explorados cenários de problemas de 

uma indústria agrícola e identificada que o controle 

de estimativas de produção em tempo de 

beneficiamento pode ser um importante indicador 

para otimizar a produção, mas a ausência de uma 

metodologia automatizada de mensuração e 

controle de contentores durante sua entrada no 

processo de beneficiamento de frutas é um 

importante gargalo para a mensuração e controle 

dessa produção em tempo real. 

  Foi proposta uma solução baseada em VC 

capaz auxiliar no controle em tempo real da 

quantidade de contentores com frutos colhidos em 

kg na usina e permitir o acompanhamento das 

seguintes métricas em tempo de produção: taxa de 

precisão de contagem de contentores (TP); tempo 

médio de processamento por unidade de contentor 

(TM); demanda excedente (DE) e percentual de 

exportação (PE). Métricas como a DE darão suporte 

a decisão na linha de produção para corrigir 

problemas de colheita de forma mais rápida e 

eficaz. Se a quantidade de frutos colhidos estiver 

acima da meta de DE, a usina pode tomar medidas 

para orientar a colheita dos frutos ou identificar 

problemas na colheita antes que eles se tornem 

graves, como uma praga ou doença. 

  A VC foi escolhida tanto por ser uma ótima 

abordagem de inspeção como pelo seu potencial 

para futuros avanços em sistemas de imagem 

combinadas a multicâmeras, o que pode permitir o 

escalonamento de soluções mais lineares, como a 

detecção de contentores, para abordagens mais 

complexas e robustas, como a detecção de detalhes 

de qualidade de frutos e o controle da produção em 

simultâneo. Em particular, a YOLOv8l se mostrou 

menos complexa em implementação que modelos 

anteriores e isso torna essa tecnologia mais 

acessível. 

  Com base nos resultados obtidos, pode-se 

concluir que a rede YOLOv8l é uma ferramenta 

eficaz para a identificação de contentores de frutos. 

A rede é capaz de atingir alta precisão, tanto em 

imagens quanto em vídeos, mesmo em condições 

adversas. 

  Para pesquisas futuras a rede YOLOv8 pode 

ser testada em versões mais aprimoradas, como a 

YOLOv8x, assim como aplicada a um conjunto de 

dados maior e mais diversificado, pois isso ajudaria 

a melhorar a generalização da rede para diferentes 

tipos de contentores e condições de iluminação. 

Experimentar o uso de segmentação na rede e 
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comparar os resultados atuais seria um importante 

incremento a esses resultados, porque é bastante 

desafiador diferenciar o contentor de formas 

geométricas semelhantes. A pesquisa operacional 

(PO) se mostrou uma importante ferramenta para 

delinear os problemas e identificar métricas 

essenciais de negócio para acompanhamento. Para 

pesquisas futuras, a PO pode ser mais aprimorada e 

trabalhada não apenas com uma variável de decisão 

e assim trazer novos conhecimentos desses 

processos de produção em usinas de 

beneficiamento de frutos. 

  Esse trabalho se limitou a explorar alguns dos 

desafios envolvidos no desenvolvimento de um 

sistema automatizado para identificação de 

contentores de frutos por meio de imagens e vídeos, 

como o entendimento de problema relevante de 

negócio, a montagem de um banco de imagens 

rotuladas e o treinamento de uma rede YOLOv8l. Em 

pesquisas futuras podem ser explorados outros 

desafios dessa solução, como a integração a 

hardware e sistemas existentes, assim como a 

visualização das métricas em ambiente de 

produção. 
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