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Resumo

Este artigo faz uma analise da aplicacdo dos algoritmos de clusterizacdo K-Means e Fuzzy C-Means.
O estudo de caso visa identificar perfis de clientes de uma agéncia de viagens online, com o objetivo
de melhorar a eficacia do envio de ofertas através de e-mail marketing, possibilitando o envio de
anuncios personalizados para cada perfil. O processo de clusterizagdo foi feito baseado na similaridade
entre os usuarios, levando em conta 13 caracteristicasextraidas das vendas dos clientes.O resultado
mostra que, apesar de chegaram a grupos parecidos, o K-Means teve desempenho levemente
superior ao Fuzzy C-Means, no que diz respeito a avaliagdo através da métrica de estatistica Gap.

Palavras-Chave:Clusterizacao;K-Means; Fuzzy C-Means;

Abstract

This paperanalyzes the application of K-Means and Fuzzy C-Means clustering algorithms.The case
study aims to identify customer profiles of an online travel agency, with the objective of improving
the effectiveness ofemail marketing campaigns, allowing to send personalized advertisements for
each profile.The clustering process was based on similarity among users, considering 13
characteristics extracted from customer sales.The result shows that although they obtained similar
groups, the K-Means performed slightly better than Fuzzy C-Means, considering the evaluation
through the metric of Gap statistics.
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Aplicacdo de Algoritmos de Clusterizacdo em uma Base de Dados de Reservas de Hotéis

1 Introducao

Uma das técnicas utilizadas durante a
mineracdo de dados é a chamada clusterizagdo (ou
agrupamento). O objetivo da clusterizacdo é
segmentar determinado conjunto de dados em
subgrupos de acordo com similaridades
encontradas dentro da base de dados [1].
Geralmente essa tarefa é executada de forma ndo-
supervisionada, isto &, sem interferéncia humana,
jd@ que a classificagdo das amostras é
desconhecida.

Um dos algoritmos de clusterizagdo mais
tradicionais é o K-Means. Ele é bastante difundido
devido a sua eficiéncia e simplicidade, entretanto,
0 mesmo apresenta alguns problemas quando
aplicado em bases de dados mais complexas,
sendo os principais: a tendéncia em convergir para
os otimos locais e o fato de que a escolha dos
centroides iniciais interfere bastante na qualidade
do agrupamento [2]. Tentando corrigir esses
problemas, diversos algoritmos alternativos foram
sugeridos, dentre eles o Fuzzy C-Means (FCM). O
FCM faz uso da ldgica de agrupamento fuzzy, isto
€, o conceito de que determinada amostra pode
nao pertencer a somente um grupo (como no K-
Means), mas sim a diversos grupos, cada qual com
seu grau de pertinéncia [3].

Este artigo aborda os dois algoritmos. Sera feito
umestudo de caso utilizando uma base de dados de
2.959 reservas de hotéis de uma agéncia de
viagens online do Brasil durante os anos de 2016 e
2017. A ideia é agrupar os clientes dessas reservas
de acordo com similaridades de seus habitos de
compras, utilizando as duas técnicas (K-Means e
FCM), fazendo um comparativo entre elas, além de
realizar uma analise nos agrupamentos de melhor
qualidade.

O artigo foi organizado da seguinte maneira: a
Secdo 2 ird abordar os tipos de clusterizacao dos
algoritmos aqui utilizados,além de apontar alguns
trabalhos relacionados. Jd4 na Secdao 3 serdo
detalhados os algoritmos K-MeanseFuzzy C-Means.
A Secdo 4 apresenta os detalhes da base de dados
utilizada como estudo de caso e a Segdo 5
apresenta os resultados. Para finalizar, a Segao 6
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apresenta as conclusdes sobre estudo de caso e
possiveis aplicagoes futuras.

2 Fundamentacao Teorica

2.1 Tipos de Clusterizacao

A literatura aborda algumas técnicas de
clusterizagcdo [4], neste artigo vamos apresentar
os dois tipos que se aplicam aos algoritmos
utilizados no estudo de caso, sdo eles: particional
e fuzzy.

O agrupamento particional (do qual o K-Means
faz parte) tem por objetivo dividir as amostras em
grupos (clusters, em inglés) que tenham alto grau
de similaridade entre seus elementos, e alto grau
de separagdo entre elementos de clusters
diferentes. Além disso, num algoritmo do tipo
particional, cada instancia sé pode estar atribuida
a um cluster.

No agrupamento do tipofuzzy, o algoritmo
busca dividir as amostras em grupos que podem se
sobrepor, isto €&, determinada amostra pode
pertencer a mais de um cluster. Dada essa
natureza, cada amostra apresenta um grau de
pertinéncia em relacdo a determinado grupo. Caso
desejado, um algoritmo fuzzy pode ser utilizado
para gerar um agrupamento particionalatribuindo
determinada amostra ao grupo em que a mesma
apresentar o maior grau de pertinéncia.

2.2 Trabalhos Relacionados

A tarefa de tentar conhecer melhor o
comportamento dos passageiros para melhorar a
qualidade das indicacGes de hotéis e pacotes de
viagem foi abordada por outros autores. A seguir
serdo destacados alguns trabalhos que tém essa
linha de estudo.

Trabalhos ja foram desenvolvidos com o intuito
de sugerir pacotes de viagem aos usuarios
utilizando diversos agentes queinteragem entre si,
para buscar as melhores opgdes de voo, estadia e
atragdes [5] [6].
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Outros autores avaliaram a utilizacdo de
inteligéncia artificial na area de turismo [7],
propondo novos modelos para sistemas de
recomendacdo [8] e também elencando
ferramentas que ja existem com esse propdsito.

Também foram encontrados trabalhos que
avaliaram técnicas de mineracdo de dados
(filtragem colaborativa e regras de associacao)
aplicadas ao setor de turismo [9].

Apesar de nenhum dos trabalhos mencionados
abordar exclusivamente o tema especifico de
analise de algoritmos de clusterizacdo numa base
de dados de turismo, todos trazem tdpicos
relevantes no sentido do uso da inteligéncia
artificial para melhorar o relacionamento com os
clientes.

3 Algoritmos de clusterizacao

3.1 K-Means

O K-Means é um algoritmo particional proposto
porMacQueen em 1967 [10], que € bastante
popular por sua simplicidade e eficiéncia. A ideia do
algoritmo ¢é dividir a base de dados em K grupos
gue tenham instancias semelhantes, considerando
uma medida de similaridade. A similaridade entre
duas amostras é medida utilizando uma fungdo de
distancia, que geralmente é a distancia euclidiana.
A funcdo de distancia euclidiana entre
duasamostrasx; e x;, ambas de dimensdo d (a
dimensdo é a quantidade de caracteristicas de uma
amostra), é dada por:

(1)

Um dos passos mais importantes do K-Means é
a atualizacdo dos centroides ao fim de cada
iteragdo, através do célculo das novas médias de
cada caracteristica do mesmo. Esse calculo é feito
utilizando a média de cada caracteristica para cada
elemento de um determinado. O calculo é definido
através da férmula:

56

1 v Lk
Ck —_ Zi:l X;

(2)

Onde(C, representa o centroide do grupo K,
en; 0 total de amostras presentes no cluster K. Os
passos se repetem até que determinado critério de
parada seja atingido (por exemplo, quando ndo
houver mais mudanca em nenhum dos grupos, ou
caso uma quantidade maxima de iteracGes seja
atingida). O Algoritmo 1lapresenta o pseudo-
algoritmo do K-Means.

Algoritmo 1: K-Means

Entrada: base de dados com i instdncias e d
dimensées, K agrupos desejados

Saida: Base de dados dividida em K grupos

1 inicio

2 inicializa os K centroides com valores aleatorios;

3 enquanto critério de parada n3o atingido;

4 para cada amostrax; faca

5 Adicione x, ao grupo do centroide C, de
menor distancia, de acordo com a equacao (1);

6 fim

7 Atualiza os centroides ¢, de acordo com a
equacao (2);

8 fim

3.2 Fuzzy C-Means (FCM)

O FCM foi introduzido em 1984 por Bezdek
[11], como uma extensdo do C-Meansparticional.
O objetivo do algoritmo é encontrar clusters fuzzy
para determinado conjunto de dados. A ldgica
fuzzy nesse algoritmo diz respeito ao fato de que,
para determinado elemento da base de dados, o
algoritmo ird encontrar graus de pertinéncia para
cada cluster, ou seja, um elemento pode pertencer
a mais de um cluster.

Para atingir seu objetivo, o FCM segue alguns
passos: inicialmente, definimos a quantidade cde
clusters desejados, sendo2 < ¢ < n, sendo n a
guantidade de amostras.Definimos também o valor
do coeficiente de “fuzzificagdo” m, e iniciamos a
matriz de pertencimento U® com valores de
pertencimento aleatérios. Depois disso, seguimos
0s seguintes passos:

1. Calculamos os centrdides de cada grupo,

de acordo com a equagao:
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v = Zgzl(uij)mxi
Y Z;(l=1(l-1ij)m

(3)

2. Calcula a distancia euclidiana Dy;, utilizando
a equacgao (1) de cada ponto ipara cada
centroidej.

3. Atualiza os valores y;; da matriz de

pertencimento U, seguindo a equagao:

= 1
U e Pij 2
L= ()™t

(4)

O algoritmo executa esses passos até que o
modulo da diferenca entre duas matrizes de
pertencimento U*¥ e U*! seja menos que o
coeficiente de erro ¢ definido pelo usuario. Essa
condicao é definida na equacdo:

|U* — Uk 1| < ¢
(5)

Outros critérios de paradas também podem ser
adotados, como por exemplo: atingir um numero
maximo de interacGes. Sendo assim, poderiamos
definir o pseudo-algoritmo do Fuzzy C-Means da
seguinte maneira:
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Algoritmo 2: Fuzzy C-Means (FCM)

Entrada: coeficiente de "fuzzificacdo” m, ¢ grupos
desejados, base de dados com i instancias, £ erro
aceitdvel.

Saida: Matriz de pertencimento M com ¢ colunas e
i linhas, onde o elemento M, define o grau de
pertencimento do elemento i no conjunto c.

1. inicio

2. inicializa a matriz de pertencimento M com
valores aleatorios entre 0 e 1;

3. repita;

4. cacula os centroides de acordo com a equac3o
(3), para cada cluster c.

R cacula a distdncia euclidiana de cada
instancia, para cada centroide de acordo com a
equacao (1)

6. Atualiza a matriz de pertinéncia de acordo

com a equacdo (4);
7. até que equacdo (5) seja verdadeirg;
8. fim

4 Base de Dados de Reservas de
Hotéis

Uma agéncia de viagens online, possui um site
de reservas de hotéis, onde oferece hospedagens
para hotéis em todo o Brasil.Os clientes, em sua
grande maioria, sdo atingidos através de disparos
de e-mail marketing com ofertas determinadas de
maneira arbitraria pelo departamento de
marketing da agéncia, sem nenhum tipo de filtro
sobre os destinatarios da oferta. Essa abordagem
acarreta um grande custo com os envios do e-mail
marketing, uma vez que o custo é determinado
pela quantidade de e-mails destinatarios.

Visando melhorar a eficiéncia do uso do dinheiro
investido em e-mail marketing, foi pensando em
realizar uma classificacdo dos usuarios do site, com
base em seu histérico de compras, com o objetivo
de identificar perfis de clientes e, dessa maneira,
enviar oferta de maneira mais eficaz, ou seja,
apenas aos usuarios com mais probabilidade de se
interessar pelo anuncio.

Para realizar o agrupamento dos usudarios,
foram selecionadas 2.959 vendas realizadas pelo
site da agéncia. Essas vendas foram escolhidas
devido ao fato de ser o total de vendas aprovadas
durante os anos de 2016 e 2017, ja os foram
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escolhidos pois a empresa focou nas vendas online
de viagens a partir de 2016.

As amostras sao compostaspor 13
caracteristicas, descritas na Tabela 1. Todos os
valores das amostras foram normalizados para uso
nos algoritmos.

Tabela 1 - Caracteristicas de cada elemento da
amostra

Caracteristica

Descrigao

Uf

Estado onde o cliente reside

Idade

Idade do clientes

Total Comprado

Soma total de todas as compras do
cliente

Ticket Médio Valor médio de compra do cliente
Quantidade Quantidade de compras do cliente
de Compras

Tipo de | Forma que o cliente pagou a compra
Pagamento (Cartdo de crédito, boleto)
Quantidade Quantidade de parcelas que o

de Parcelas cliente escolheu dividir

Cidade Cidade do cliente

Valor da venda Valor da venda especifica

Hotel Hotel comprado pelo cliente

Destino Cidade de destino da viagem

Més de estadia Més que o cliente escolheu se hospedar
Quantidade de Total de dias que o cliente ird
diarias ficar hospedado

Tabela 2 - Resultado da simulagao dos algoritmos utilizando 30 simulagbes e condicdo de parada 1.000 iteragdes.

Algoritmo-K Estatistica GAP Distancia Inter-cluster Erro Quantizado Distancia Intra-Cluster
K-Means-2 0.14(0.05) 0.58(0.03) 0.53(0.008) 1595.98(8.13)
K-Means-3 0.25(0.07) 2.14(0.08) 0.50(0.014) 1480.49(28.91)
K-Means-4 0.31(0.07) 4.77(0.32) 0.47(0.010) 1407.52(10.05)
K-Means-5 0.37(0.06) 8.49(0.51) 0.46(0.013) 1354.52(10.16)
K-Means-6 0.44(0.07) 13.81(0.66) 0.45(0.011) 1306.17(15.31)
K-Means-7 0.48(0.07) 19.76(0.98) 0.44(0.006) 1264.06(14.54)
K-Means-8 0.49(0.08) 27.84(0.90) 0.43(0.006) 1233.99(18.03)
K-Means-9 0.54(0.09) 36.94(1.67) 0.42(0.005) 1205.38(12.19)
K-Means-10 0.56(0.07) 47.34(2.19) 0.41(0.004) 1183.41(6.33)
FCM-2 0.12(0.04) 0.05(0.014) 0.569(0.005) 1690.90(21.83)
FCM-3 0.21(0.05) 0.24(0.002) 0.564(0.006) 1645.34(2.00)
FCM-4 0.19(0.04) 0.55(0.003) 0.575(0.017) 1624.03(1.51)
FCM-5 0.20(0.06) 0.91(0.003) 0.581(0.030) 1615.03(1.33)
FCM-6 0.17(0.06) 1.30(0.004) 0.563(0.018) 1611.44(1.75)
FCM-7 0.16(0.06) 1.72(0.004) 0.564(0.021) 1609.54(1.65)
FCM-8 0.17(0.07) 2.17(0.004) 0.597(0.020) 1609.94(2.10)
FCM-9 0.13(0.07) 2.65(0.004) 0.585(0.036) 1610.99(2.36)
FCM-10 0.12(0.07) 3.17(0.005) 0.593(0.030) 1612.85(3.36)
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4.1 Pré-processamento dos Dados

Com o intuito de melhorar a qualidade dos
dados trabalhados, alguns pré-processamentos
foram feitos em algumas caracteristicas. Todos os
tratamentos foram feitos utilizando a ferramenta
de cbdigoaberto Open Refine [12]. As
caracteristicas que sofreram algum tipo de
manipulacao foram:

Idade: caracteristica extraida através da data de
nascimento do cliente.

Cidade: como no site da agéncia essa caracteristica
€ um campo aberto para digitacdo do usuario, foi
necessario padronizar o nome das cidades para
evitar que registros da mesma cidade aparecessem
com valores distintos.

Exemplo: S3o Paulo, Sdo Paulo e Sampa foram
unificados para Sao Paulo, e assim por diante.
Destino: alguns hotéis de um mesmo destino
constavam como destinos diferentes. Exemplo:

dois hotéis A e B ficam em Porto de Galinhas/PE,
mas o hotel A tinha como destino Ipojuca/PE.
Como Porto de Galinhas é uma praia de Ipojuca,
foram unificados para Porto de Galinhas (sempre
unificamos para o nome que o destino é mais
conhecido).

Més de estadia: caracteristica foi derivada com
base no dia da entrada do cliente no hotel, isto &,
se a estadia de um cliente comecou em
01/04/2018, o més de estadia foi abril, mesmo
que a estadia tenha se estendido por meses
distintos.

5 Experimento e Resultados

O estudo de caso foi realizado utilizando a
seguinte estratégia: como ambos os algoritmos
tém como entrada uma quantidade K de clusters
desejados, foram realizadas 30 execugdes do
algoritmo, para cada quantidade K de clusters, com
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o K variando de 2 a 10 grupos. Posteriormente, foi
realizada uma média de 4 métricas para cada valor
de K relativas as 20 execucGes, de maneira que
avaliando essas métricas, fosse possivel definir
qual o melhor K a ser escolhido para cada
algoritmo. O resultado consolidado das execugdes
esta presente na Tabela 2.

As métricas utilizadas para avaliar os grupos
foram as seguintes: Estatistica GAP, Distancias
Intra e Inter-cluster e o Erro quantizado. A seguir
explicamos cada uma dessas métricas e,
posteriormente, iremos avaliar os grupos que
tiveram a melhor estatistica GAP para ambos os
algoritmos, pois essa métrica se mostra eficiente
na decisdao de escolher a melhor quantidade de
grupos [13].

5.1 Descricao das métricas

Estatistica GAP: é uma métrica proposta por
Tibshirani [13], em 2001, que tem por objetivo
encontrar o numero ideal de clusters K. Para
escolha do K ideal, sdo avaliados os diversos
valores da métrica (que faz uso do logaritmo da
distancia intra-cluster) para os diversos valores de
K. Essa mesma analise também é feita para um
conjunto de dados aleatérios. A estatistica GAP
representa justamente a diferenca entreo valor
encontrado para a amostra real em relagdo a
amostra aleatéria. Por isso o valor dessa métrica
deve ser maximizado, mostrando que o
agrupamento escolhido se difere de um
agrupamento aleatério. Para o calculo dessa
métrica, utilizam-se as seguintes equacgdes:

Dk = Z xi,xjeCk d(xi' xj)
(6)

Onde d(x;,x;) € a distancia euclidiana entre os
pontos. Posteriormente, utilizamos a equacdo (6)
para encontrar a dispersdao entre valores
crescentes de K, através da equacao:
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1
Wk = K

i=15,

D;
(7)

Uma vez que temos a dispersao interna dos
grupos, utiliza-se a versdao amortizada logW, com
o valor da mesma métrica para uma amostra de
dados aleatéria. Sendo assim, a estatistica GAP
tem por objetivo maximizar o valor da equagao:

Gapn (k) = En(log Wy) - log W
(8)

Onde E;, (log W, )representa o valor da
métrica esperado para uma amostra aleatoria.
Distancia Intra-Cluster: é utilizada para validar a
distancia entre dois elementosx; e x;,pertencentes
ao mesmo grupoC,. Sendo assim, um bom valor
para essa métrica € um valor baixo, indicando
proximidade entre os elementos do cluster. Ela é
medida conforme a equagao:

1
Dintra = kaz:xi,xjeak d(x;, Xj)

(9)

Distancia Inter-Cluster: é utilizada para validar

a distancia entre dois centroides ¢, e Cx-. Sendo

assim, um bom valor para essa métrica é um valor

alto, indicando que os clusters estdo bem
separados. E calculada através da equacdo:

Dinter = X vik’|kk’ A(C Ck7)
(10)

Erro Quantizado:é utilizada para medir a
eficiéncia do algoritmo para valores crescentes de
K. Leva em consideracdo a distancia euclidiana de
cada ponto x; ao seu centroide ¢, em relagdo ao
total de amostras pertencentes ao cluster ¢,
referenciado na férmula como |C|. Sendo assim, o
valor ideal para essa métrica sdao valores baixos.
Segue a equacao:

_ Lk Xvxjec, d(Xicr)/ICkl
N

Je
(11)
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5.2 Resultados K-Means

Os resultados da execugdo do K-Means, estdo
exibidos na Tabela 2. Através dela, podemos
perceber que o algoritmo conseguiu cumprir o que
se esperava dele, ao maximizar a distancia inter-
cluster e minimizar a distadncia intra-cluster,
conforme o numero de K aumenta. Também
podemos perceber que o algoritmo também
conseguiu diminuir a métrica do erro quantizado,
que também leva em consideragdo a qualidade
interna dos grupos. Analisando os valores da
estatistica Gap, também percebemos sucesso ao
maximizar o valor da métrica. Nas figuras 1, 2, 3 e
4 podemos ver a variacdo das métricas das
distancias intra e inter cluster, o erro quantizado e
a estatistica gap, respectivamente.

KMeans - Metric intraClusterStatistic

1600 -

1500 1

1400 4

Metric

1300 4

1200 4

Clusters

Figura 1 - Variagdo da distancia intra-cluster para
valores crescentes de K, utilizando K-Means.

KMeans - Metric sumInterClusterDistance

50

40

301

Metric

204

~
w
S
w
)
~
o
w
15

Clusters

Figura 2 - Variacdo da distancia inter-cluster para
valores crescentes de K, utilizando K-Means.
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KMeans - Metric quantizationError

0.54

0.52

0.50

0.48 1

Metric

0.46 4

0.44

0.42

Clusters

Figura 3 - Variagcdo do erro quantizado para valores
crescentes de K, utilizando K-Means.

KMeans - Metric gap

0.6 4

0.5

0.4 4

Metric

0.3 4

0.2 4

0.1+

o
w
S
w
o
~
-
S

Clusters

Figura 4 - Variagdo da estatistica Gap para valores
crescentes de K, utilizando K-Means.

Com relacdo ao numero de clusters ideal de
acordo com cada métrica, podemos analisar que as
métricas das distancias intra e inter-cluster e a do
erro quantizado, apontaram o nimero de grupos
10 como ideal. Ja a estatistica gap, apontou como
quantidade ideal 3. Apesar de trés métricas
apontarem 10 como quantidade ideal, podemos
indicar 3 como quantidade de grupos a ser
escolhida, uma vez que as distancias intra e inter-
cluster tém a tendéncia de se otimizarem com a
quantidade de K aumentando. A quantidade 3
também foi apontada como ideal pela equipe de
negocio do site de viagens, uma vez que uma
granularizagdo de 10 clusters nao seria tao
necessaria para o direcionamento das agOes de e-
mail marketing.

Posteriormente, com o intuito de identificar o
perfil de usudrios criados pelo K-Means, com 3
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grupos, foi analisada uma das amostras agrupadas
a fim de identificar quais caracteristicas pesaram
na escolha dos clusters:foi percebido que o K-
Means criou 0s clusters principalmente
considerando a varidvel “Més de Estadia”, sendo
um cluster de usuarios que se hospedam mais nos
primeiros meses do ano, outro grupo de usuarios
que se hospedam mais préximo ao meio do ano e
o ultimo mais préximo do final do ano.

5.3 Resultados Fuzzy C-Means (FCM)

Os resultados da execugdo do Fuzzy C-Means,
estdo exibidos na tabela 2. Podemos perceber que
ao contrario do que ocorreu no K-Means, as
métricas de erro quantizado e a distancia intra-
cluster, ndo mantiveram a minimizagao conforme
a quantidade de grupos aumentou.

Podemos perceber que para a distancia intra-
cluster, a minimizagdo funcionou bem até o k igual
7, depois disso o indice comecou a subir. A
dificuldade de encontrar grupos coesos pode ser
percebida também na oscilagdo da métrica do erro
quantizado, que ficou oscilando para cada nimero
de k.Em relagdo a distancia intra-cluster, o
algoritmo demonstrou o comportamento esperado,
maximizando a distancia entre os grupos,
conforme aumenta a quantidade de clusters. Ja a
estatistica Gap, ndo manteve um aumento durante
os testes com numero crescente de K, ela atingiu
o valor 6timo com k igual a 3, e depois teve uma
pequena oscilagdo até diminuir no k igual a 10,
indicando perda de qualidade nos
agrupamentos.Nas figuras 5, 6, 7 e 8, podemos ver
a variacdo das métricas das distancias intra e inter
cluster, o erro quantizado e a estatistica gap,
respectivamente.
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Figura 5 - Variagdo da distancia intra-cluster para
valores crescentes de K, utilizando FCM.
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Figura 6 - Variagdo da distancia inter-cluster para
valores crescentes de K, utilizando FCM
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Figura 7- Variacdo do erro quantizado para valores
crescentes de K, utilizando FCM.
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Figura 8- Variacdo da estatistica Gap para valores
crescentes de K, utilizando FCM.

Com relacdo a quantidade de grupos ideal,
podemos perceber que as métricas do erro
quantizado e estatistica gap, apontaram a
quantidade de grupos igual a 3 como melhor
escolha (apesar do erro quantizado do k igual 7
possui o valor da métrica igual ao 3, o desvio
padrdo é maior, fazendo com que predominasse o
k igual a 3 para essa métrica). As distancias intra
e inter-cluster, apontaram o k igual a 7 e 10,
respectivamente.

Para identificacdo do perfil dos usuarios criados
pelo FCM com 3 grupos, também foi analisada uma
amostra agrupada com o intuito de identificar
caracteristicas que se destacam entre os perfis:
também foi identificado que a caracteristica “Més
da estadia” puxou a criagdo dos grupos, de maneira
igual ao K-Means, com usuarios que se hospedam
no inicio, meio e fim do ano.

5.4 Analise e Discussao

Durante a analise e comparacgao dos resultados
dos algoritmos, pudemos perceber que existiram
duas caracteristicas que também poderiam definir
os perfis dos usudrios, foram elas o Destino e o
Hotel. Quando essas variaveis foram
transformadas de categédricas para numéricas, o
processo utilizado foi o de ordena-las em ordem
alfabética e atribuir nUmeros sequénciais, iniciando
em 1. Exemplificando: supondo que tivéssemos 3
cidades: Atibaia, Bauru e Campo Grande.Seguindo
a légica utilizada, elas seriam transformadas em 1,
2 e 3, respectivamente.
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Devido a forma como essas caracteristicas
foram transformadas, o ganho de informacdo nao
foi relevante, isto porque os grupos em que os
usuarios se dividiram seguiram a ordem alfabética
das caracteristicas, o que apontou, por exemplo,
grupos em que determinado usuario compra mais
hotéis/destinos com as letras do comeco do
alfabeto.

Como uma forma de melhorar esse cenario,
poderiamos trabalhar essas duas caracteristicas
para gerar uma terceira, que seria o tipo de hotel.
A ldgica seria, tendo como base o Hotel e o Destino,
apontar qual o perfil em que o hotel se encaixaria
melhor (Praia, Campo, entre outros). Com essa
terceira caracteristica, o modelo poderia conseguir
uma melhor generalizagdo, apontando perfis de
usuario por tipo de hotel.

6 Conclusoes

Este artigo fez uma analise da aplicacdo de dois
algoritmos de agrupamento (K-Means e Fuzzy C-
Means) em uma base de dados de reservas de
hotéis de uma agéncia de viagens online do Brasil.
As caracteristicas do conjunto de dados eram
detalhes sobre as vendas efetuadas no site da
agéncia durante os anos de 2016 e 2017. O
objetivo foi identificar perfis de clientes com o
intuito de melhorara eficacia do envio de ofertas
através de e-mail marketing, possibilitando o envio
de anuncios personalizados para cada perfil.

Foram escolhidos o K-Means e o Fuzzy C-
Means por serem alguns dos algoritmos mais
populares na aplicacdo de agrupamento em bases
de dados, além do fato, de cada um utilizar
abordagens de clusterizagdo diferentes (K-Means é
particionista e o FCM utiliza logica fuzzy).

Os resultados mostraram que ambos os
algoritmos chegaram a um numero de K ideal igual
a 3, considerando a métrica de avaliacdo de
clusters Estatistica Gap. Considerando os dados
agrupados, os dois algoritmos também tiveram
resultados semelhantes, dando énfase a
caracteristica “Més de Estadia” para criar os
grupos. Apesar da similaridade nos resultados,
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podemos apontar que o K-Means teve desempenho
levemente superior, uma vez que o valor da sua
estatistica Gap foi maior que a do FCM,
demonstrando grupos mais consistentes.

Como trabalhos futuros, podemos agregar
outros algoritmos de clusterizacdo para serem
analisados. Também podemos aplicar a
clusterizacdo resultada desse estudo de caso, para
ser validada na pratica, avaliando métricas de
envio de campanhas por e-mail como a taxa de
abertura das campanhas segmentadas em relagao
com as das campanhas sem segmentagao.
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