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· Caracterização do Problema

A capacidade de adaptação de um sistema às complexas entradas de um ambiente real é um dos focos da computação inteligente. Isso se deve às diversas combinações de eventos que podem ocorrer, gerando um problema, onde o sistema deverá estar apto a se aproximar da melhor solução.

A visão computacional faz parte da computação inteligente e é um conjunto de métodos e técnicas que permitem a interpretação de imagens. Essa interpretação pode ser definida como a transformação de uma imagem digital em uma estrutura de dados, que descreve a semântica ou significado de partes dessa imagem em um contexto qualquer.

O problema deste trabalho é o reconhecimento de objetos e de textos que possam transmitir informação útil para uma máquina ou um indivíduo, por meio de imagens digitais. Isso significa, por exemplo, que uma máquina poderá reconhecer outra quando esta entrar em seu campo de visão. Assim como permitir que a máquina possa tomar ações devido à sinalização de uma placa capturada na imagem, como por exemplo “seguir em frente”. Isso favorece uma autonomia a máquina, não necessitando que um usuário controle algumas de suas ações.

O problema de detecção e reconhecimento de placas sinalizadoras é suficientemente complexo para ser implementado utilizando algoritmos tradicionais. A complexidade está diretamente associada à quantidade de eventos que podem acontecer e que devem ser tratados. O sistema deve localizar e determinar o conteúdo de diversas placas diferentes, capturadas em diversos pontos de vista. Para resolver esse tipo de problema é necessário um algoritmo inteligente, ou seja, um sistema que se adapta aos diversos eventos que possam ocorrer. A adaptação deverá conduzir o sistema a se aproximar da melhor solução possível para o problema a ser automatizado.
· Objetivos e Metas

Este trabalho visa o desenvolvimento de um sistema de reconhecimento de textos em placas sinalizadoras, por meio de imagens capturadas por câmeras digitais. Especificamente o projeto pretende:

· Avaliar algoritmos que localizem as placas na imagem, tendo em vista o conhecimento prévio das características da placa de sinalização, como por exemplo cor e formato.

· Investigar o uso de modelos de classificação de padrões [1-7] em imagens digitais.

· Verificar as diversas técnicas e suas combinações a fim de obtiver melhores resultados.

· Desenvolver um protótipo funcional do sistema para uso em um dispositivo móvel, como o Google Glass
.

· Realizar simulações do protótipo avaliando os resultados obtidos.

· Publicar os principais resultados do trabalho em periódicos ou conferências bem qualificadas na área de pesquisa relacionada.

· Estado da Arte 

Neste trabalho se requer um classificador que seja capaz de distinguir e classificar o melhor possível diversos tipos de imagens que pertencem a diferentes classes. Tendo em vista essa funcionalidade, o estado da arte define uma série de requisitos e especificações que devem cumprir o sistema a ser desenvolvido:

· A aprendizagem terá lugar a partir de exemplos, através de modelos estocásticos de classificação, tais como Máquinas de Vetores de Suporte (SVM) [1-3], Redes Neurais Artificiais (RNA) [4-6] ou Modelos Ocultos de Markov (HMM) [7], por exemplo.

· O classificador deverá ser um multiclasse, de tal forma que se possam distinguir entre imagens de diferentes classes (mais de duas).

· As taxas de classificação deverão ser o suficientemente elevadas para proporcionar uma devida utilidade.

· O custo computacional da implementação deverá ser de acordo com as restrições de tempo (aplicação em tempo real), empregando as tecnologias atuais. Isso será considerado quando for aplicado em dispositivos móveis, que têm menos recurso computacional quando comparados a computadores pessoais.

· O sistema deve ser capaz de trabalhar inicialmente partindo de imagens de distinta resolução que proverão do módulo de segmentação e deverão suportar entradas de imagens tanto coloridas quanto tons de cinza e preto e branco.

· Deverá ser um sistema robusto a ruído e a distorções comuns em imagens de quadros de vídeo, tais como deslocamento, desfoque ou mudanças de iluminação. Ou seja, a funcionalidade devem se manter com boa precisão, apesar dessas ocasiões poderem causar erros na resposta do sistema.

As placas sinalizadoras podem ser capturadas por câmeras digitais em inúmeras posições: distante, perto, inclinada, com oclusão parcial e etc. As características das placas que devem ser tratadas pelo modelo de classificação necessitam ser invariantes em escala. O Scale-invariant feature transform (ou SIFT) [1-3] é um algoritmo usado em visão computacional para extrair características de interesse que posteriormente possam ser usadas em reconhecimento de objetos e detecção de movimento entre outros fins. A entrada deste algoritmo é uma imagem pré-processada e a saída é um conjunto de pontos de interesse.

Visando a diminuição do custo computacional, foi criado o algoritmo Speeded-Up Robust Features (ou SURF) [1-6] que é um algoritmo com funcionalidade semelhante ao SIFT e com um menor custo computacional. Esse algoritmo poderá ser utilizado neste trabalho, com a finalidade de aumentar a rapidez no tempo de resposta.
Os pontos de interesse após serem encontrados deverão ser agrupados em padrões, isso significa que cada grupo de pontos corresponderão à um índice no modelo de classificação. Essa etapa é fundamental para que haja convergência do modelo para um bom resultado, já que os elementos de regularidades encontrados nestes grupos servem para descrever um padrão característico dos objetos em questão: a placa sinalizadora e seu conteúdo.

Um dos modelos que podem ser usados no reconhecimento da placa sinalizadora é a SVM [1-3]. Esse modelo consiste em um filtro que busca separar as características da placa sinalizadora tendo em vista reduzir a margem de erro. A redução do erro é feita através dos pontos de classes distintas (placa e não-placa) que se encontram mais próximos (os vetores de suporte).

Outra solução para a classificação da placa sinalizadora é a RNA [4-6]. As Redes Neurais Artificiais (RNA) são modelos estocásticos de classificação inventadas a partir da inspiração biológica baseada nas estruturas neurais de organismos inteligentes. Estas redes adquirem conhecimento através dos ajustes em seus pesos, que são mensurados pela relevância do erro cometido. 

A HMM busca separar os grupos das características em eventos, que podem seguir em uma sequência que definem um objeto. A ocorrência desses eventos, tais como bordas retangulares e letras pode definir um placa de carro [7], por exemplo. A ideia nesse modelo é buscar o mais curto caminho de eventos que representam pedaços de um objeto.

Os sistemas de transcrição automática de textos e símbolos impressos existentes no mercado, como por exemplo o tesseract
, que utilizam estes tipos de classificadores, são sensíveis a perspectiva da placa na imagem. Isso significa que se placa estiver inclinada tanto no plano da imagem quanto na profundidade, então o resultado poderá ser equivocado. Existe o algoritmo de homografia [8] que pode ser utilizado para aplicar a correção de perspectiva da placa e melhorar a classificação. 

Na maior parte dos modelos de classificação, as fases de extração de características e padrões são fundamentais para se obter uma boa taxa de acurácia. Nos seus trabalhos mais recentes a Google está utilizando Deep Learning [9] [10]. É um método que a extração de características é implícito pelo próprio modelo, ou seja, as fases de extração de característica e padrões não são necessárias. Com esse método a Google tem alcançado resultados excelentes no reconhecimento de placas.

 Proposta e Metodologia
A estratégia será utilizar o modelo de classificação em captura de vídeo para detecção e reconhecimento do conteúdo de placas sinalizadoras. As etapas de processamento do protótipo são: pré-processamento, localização da placa, enquadramento da placa, separação dos caracteres ou símbolos, e reconhecimento dos caracteres. A Figura 1 mostra um diagrama simplificado deste sistema.
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Figura 1: Diagrama simplificado de um sistema de reconhecimento de placas sinalizadoras.


A imagem é comumente adquirida de um ambiente não controlado onde existe não somente a placa de sinalização, mas também outros objetos que estejam no campo de visão da câmera. A aquisição será em vídeo, ou seja, o sistema deverá executar em tempo real, onde a saída de um quadro da imagem deverá ser gerada antes que o próximo quadro seja posto para ser processado.


Já a etapa de pré-processamento é uma etapa onde tipicamente são executadas tarefas como: conversões de formato, conversão de imagem colorida em tons de cinza, realce de contraste da imagem e remoção de ruído.

A localização da placa é o processo de buscar regiões na imagem que possuam características parecidas a de uma placa. Essas características podem ser: contraste entre cor dos caracteres e o fundo da placa; formato da placa e alinhamento horizontal da mesma; dimensão regular dos caracteres; quantidade conhecida de caracteres.


Após a localização da placa, os objetos que não são da placa são removidos, ficando somente os caracteres que devem ser reconhecidos. Também são removidas as distorções de perspectiva devido ao ângulo entre a câmera e os objetos. A placa pode ser inclinada ou rotacionada, e assim, a etapa de enquadramento transforma a placa como se estivesse sido vista de frente.

Na separação dos caracteres, estes são enquadrados para serem processados individualmente na etapa de reconhecimento.  A degradação da placa ou ruído na imagem podem causar uma união de dois caracteres, provocando erros de separação.


O reconhecimento dos caracteres é a etapa onde o código ASCII referente a cada caractere ou símbolo na imagem da placa é gerado. A tipografia de cada caractere não é padrão, o que pode dificultar o reconhecimento dos caracteres. O modelo de classificação é utilizado nesta etapa.

Para a aplicação desse modelo é necessitário uma ou mais câmeras digitais para a aquisição das imagens. O protótipo desenvolvido pode ser utilizado em dispositivos móveis, tais como smartphone e Google Glass, já que esses dispositivos possuem câmera integrada.  


Para o desenvolvimento deste trabalho será utilizado a ferramenta OpenCV
, que possui várias funções para pré-processamento de imagens e algoritmos de visão computacional. O OpenCV tem implementado, por exemplo, SVM e Rede Neural para uso em imagens digitais. É uma ferramenta de código livre e a versão utilizada pode ser na linguagem de programação Python ou C++.

O sistema poderá ser testado no Google Glass, um óculos da Google que dispõe de um visor, câmera digital e fone de ouvido. Esse dispositivo funciona com sistema operacional Android, que é também utilizado nos smartphones.
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Figura 2: O Google Glass

· Cronograma

As etapas de conclusão desta pesquisa estão descritas e alocadas no tempo a seguir.

Tabela 1. Cronograma até a conclusão da pesquisa
	Etapas
	Mês1-2
	Mês
3-4
	Mês
5-6
	Mês
7-8
	Mês
9-10
	Mês
11-12
	Mês
13-14
	Mês
15-16
	Mês
17-18
	Mês
19-20
	Mês
21-22
	Mês
23-24

	Estado da arte
	X
	X
	X
	
	
	
	
	
	
	
	
	

	Pré-processamento
	
	
	
	X
	
	
	
	
	
	
	
	

	Localização da Placa
	
	
	
	
	X
	X
	
	
	
	
	
	

	Enquadramento da Placa
	
	
	
	
	
	X
	X
	
	
	
	
	

	Separação dos caracteres
	
	
	
	
	
	
	X
	X
	
	
	
	

	Reconhecimento dos caracteres
	
	
	
	
	
	
	
	X
	X
	X
	X
	

	Desenvolver um protótipo do sistema para uso no Google Glass
	
	
	
	
	
	
	
	X
	X
	X
	X
	

	Escrita da Dissertação
	X
	X
	X
	X
	X
	X
	X
	X
	X
	X
	X
	X

	Competição STR-ICDAR2015 

	
	
	
	X
	
	
	
	
	
	
	
	

	Competição HTRtS-ICDAR2015 

	
	
	X
	X
	X
	
	
	
	
	
	
	


· Resultados Preliminares e Esperados

As disciplinas do mestrado cursadas proporcionaram um aprofundamento no estado da arte deste trabalho, juntamente com a participação de competições do ICDAR 2015 referentes ao tema de reconhecimento de objetos e símbolos. Uma dessas competições foi a Scene Text Retification (STR) em que uma base de dados foi fornecida contendo imagens de texto vistas em diferentes perspectivas. Outra competição foi a Handwritten Text Recognition on the tranScriptorium que o desafio é transcrever imagens de textos manuscritos (de letra cursiva).
Nas competições do ICDAR 2015 foram adquiridas muitas informações a respeito do problema de detecção e reconhecimento de objetos e textos em imagens. Para a competição STR, um protótipo de detector de perspectiva de texto foi desenvolvido. Já para a competição HTRtS, vários experimentos foram realizados, modificando parâmetros e topologia e pré-processamento em um modelo de classificação baseado em HMM.

O projeto implicará em contribuições sobre diversos aspectos, tais como: aplicação de auxílio à deficientes visuais; desenvolvimento de tecnologias automáticas na robótica; desenvolvimento de aplicações reais e complexas usando modelos de classificação de padrões em uma arquitetura paralela; melhorias no fluxo de projeto de sistemas de reconhecimento de padrões em imagens em decorrência do desenvolvimento por completo de uma aplicação real.
No futuro, o protótipo desenvolvido no contexto deste trabalho poderá fazer parte de um módulo em um ambiente de desenvolvimento de software para robôs ou um plugin para outras aplicações que tenham reconhecimento de textos e símbolos gráficos em imagens de placas como requisito.
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