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RESUMO  

 

A geração de energia por meio de fontes sustentáveis ganha importância 

cada vez maior na atual configuração do mercado global. No Brasil a 

região Nordeste, por sua localização geográfica e características 

climáticas, apresenta maior estabilidade na produção de energia solar ao 

longo do ano. Por isso, se destaca entre as demais regiões e possui a 

maior capacidade instalada de usinas solares no território nacional. Desta 

forma, este trabalho tem como objetivo avaliar o uso de redes neurais 

artificiais como método para a predição de geração de energia fotovoltaica 

no Nordeste brasileiro. Para isso foram coletados e pré-processados os 

dados climáticos e de geração de energia disponíveis na cidade de Bom 

Jesus da Lapa/ Bahia. E, após processados, os resultados de predição 

obtidos por meio das redes Multilayer Perceptron (MLP) e Long Short-

Term Memory (LSTM) foram comparados com os do método linear clássico 

ARIMA (Autoregressive Integrated Moving Average). Por fim, observa-se 

o bom resultado obtido pelas redes neurais como ferramentas para 

predição de energia fotovoltaica.  

 

PALAVRAS-CHAVE: Redes Neurais; ARIMA; Energia Fotovoltaica;  
 

ABSTACT 

 
The generation of energy through sustainable sources is becoming 

increasingly important in the current global market configuration. In 

Brazil, the Northeast region, due to its geographical location and climatic 
characteristics, has a best stability in the production of solar energy 

throughout the year. For this reason, it stands out among the other 

regions and has the largest installed capacity of solar plants in the 

country. Thus, this paper aims to evaluate the use of artificiais neurais 
networks as a method for predicting the generation of photovoltaic energy 

in the Brazilian Northeast. For this, the climatic and energy generation 

data available in the city of Bom Jesus da Lapa/ Bahia were collected and 
pre-processed. And, after processing, the prediction results obtained 

using the Multilayer Perceptron (MLP) and Long Short-Term Memory 

(LSTM) networks were compared with those of the classical linear ARIMA 
(Autoregressive Integrated Moving Average) method and showed good 

performance. Finally, the good result obtained by neural networks as tools 

for photovoltaic solar energy prediction was observed.  
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1 INTRODUÇÃO 
 

O aquecimento global vem exigindo, dos mais 

diversos segmentos econômicos, uma rápida 

adaptação ao conceito de sustentabilidade. Sendo 

tema de discussão não apenas da comunidade 

científica, mas dos governantes e da opinião pública 

[1].  

O desenvolvimento da sociedade moderna anda 

de mãos dadas com a demanda de energia e a 

capacidade de produzi-la [2]. E o setor energético 

mundial foi responsável por 33,3 bilhões de 

toneladas de emissão de CO2 em 2019 [3], o que 

torna irremediável a transição para uma matriz 

energética sustentável. Os dados da Agência 

Internacional de Energia (IEA) [3], demonstram 

ainda que, apesar de ter ocorrido um corte nas 

emissões de CO2 pelos países desenvolvidos, as 

nações emergentes emitiram mais gases que em 

relação a 2018. 

O Brasil apresenta situação privilegiada em 

termos de potencial de geração de energia elétrica 

a partir de fontes renováveis, isso deve-se ao fato 

do amplo uso das hidrelétricas para geração da 

nossa energia. Juntas as fontes sustentáveis de 

energia representam em 2021 mais de 85% da 

capacidade instalada no Brasil [4]. 

Embora o Brasil tenha uma grande matriz 

hidráulica para geração de energia, quase todo 

potencial está sendo aproveitado. Existe, também, 

uma dificuldade na construção de novas 

hidrelétricas por restrições ambientais e sociais [5]. 

E por isso, as novas hidrelétricas, em sua 

predominância, estão sendo construídas com 

caráter de fio d’água [6], minimizando a capacidade 

de regularização das vazões e gerando um perfil de 

intermitência, diretamente associado à pluviosidade 

na bacia hidrográfica [7]. 

Essa característica nos deixa “reféns” da chuva o 

que pode comprometer a regularidade da produção 

hidroelétrica, implicando na necessidade de 

utilização das termelétricas, geradoras de energia 

bem mais caras e poluentes [8]. 

A tecnologia fotovoltaica, de característica 

sustentável, apresenta grande crescimento no 

mundo. De acordo com o relatório da Renewables 

Global Status Report [9], as energias renováveis 

cresceram 200 GW em 2019, sendo a fonte solar 

fotovoltaica responsável por 57,5% (129W), 

seguida pela fonte eólica com 30% de participação 

(60 GW) e a fonte hidrelétrica 8% (18 GW). 

Em relação à capacidade instalada solar 

fotovoltaica, os principais países do mundo são 

China, Japão e EUA, conforme ranking de 2019 da 

ABSOLAR. O Brasil aparece apenas na 16ª posição. 

No Brasil a região Nordeste se caracteriza pela 

boa incidência de irradiação solar direta, principal 

fator para a viabilidade desta tecnologia. Se 

apresentando como uma excelente opção para a 

complementação da demanda das consolidadas 

hidroelétricas, favorecendo o controle hídrico nos 

reservatórios nos períodos de menor incidência de 

chuvas [10]. 

Até maio de 2021, o Nordeste conta com a maior 

potência outorgada de usinas fotovoltaicas, 

conforme informações disponíveis pela plataforma 

da ONS (Operador Nacional do Sistema) [11]. No 

Quadro 1, com informações retiradas do Sistema de 

Informações de Geração da ANEEL (SIGA), fica 

demonstrada a distribuição da Potência Outorgada 

no Brasil (kW) proveniente da Radiação Solar [12]. 

 

Quadro 1: Distribuição da Potência Outorgada no Brasil. 

Fonte: ANEEL - SIGA (2021). 

 

Contudo, por depender de condições climáticas, 

tais como radiação solar, temperatura, velocidade 

do vento [13, 14] entre outras variáveis, há de se 

considerar a necessidade de previsão para estimar 

o potencial instalado e planejamento [15, 16]. Daí 

o surgimento de inúmeras técnicas de predição que 

promovem uma maior previsibilidade ao operador 

do sistema elétrico.  

Entre estas técnicas, se pode destacar a 

utilização de redes neurais artificiais. Justamente 

por sua capacidade de “aprender” padrões através 

do treinamento. Ainda mais quando os dados não 

possuem relação bem definida e/ou não lineares. 

Sendo mais difícil a adoção dos métodos 

convencionais [17, 18]. 

Ainda, para a caracterização do objeto do 

trabalho é importante descrever que séries 

temporais são um conjunto de observações 

ordenadas no tempo que, aparentemente, não 

seguem nenhuma lei ou tendência [18, 19]. No 

UPV POTÊNCIA % 

Nordeste 2.409.659 71,41 

Norte 14.492 0,43 

Centro-oeste 5.971 0,18 

Sudeste 931.732 27,61 

Sul 12.688 0,38 

TOTAIS 3.3743.544 100% 
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entanto, em diversos exemplos de séries temporais 

estudados, como os relacionados a fenômenos 

naturais e dados climáticos, é possível identificar 

características que se repetem após determinado 

período de tempo (sazonalidade), mesmo que não 

sejam padrões lineares [18, 19]. 

 Nesse contexto, esse estudo se propõe a utilizar 

um método linear clássico ARIMA e outros dois de 

redes neurais artificiais, o MLP e LSTM, para 

desenvolver uma metodologia na previsão de 

geração de energia, a partir dos dados 

meteorológicos disponíveis para a região Nordeste 

brasileira. Para isto, são usados os dados das Usinas 

do Conjunto Fotovoltaico BJL Solar localizado em 

Bom Jesus da Lapa/BA. 

A escolha do Conjunto BJL Solar se deve por 

existir grande disponibilidade de dados temporais 

na plataforma da ONS e, ainda, possuírem dados 

climáticos disponibilizados pelo INMET nesta 

localidade. Assim, se pode extrair o máximo 

potencial das redes neurais artificiais na predição, 

sem a necessidade de técnicas de interpolação para 

estimar dados e condições climáticas. O Conjunto 

Fotovoltaico BJL Solar possui dados de geração de 

energia desde ABR/2018. 

Este trabalho está organizado em quatro seções. 

A Seção 1 introduz o atual momento do Setor e a 

importância de utilização de modelos de predição na 

área de energia solar; na Seção 2 são apresentados 

os materiais e métodos que foram utilizados para o 

estudo em questão. A Seção 3 descreve como foi 

realizado o estudo experimental e a Seção 4 

apresenta os resultados. Na Seção % consta uma 

breve discussão onde é proposto novas ideias para 

futuras melhorias. 

 

2 MATERIAIS E MÉTODOS 
 

A seguir são apresentados os conjuntos de dados 

selecionados para o estudo, os procedimentos 

metodológicos empregados na predição das séries 

temporais e as observações e análises obtidas do 

experimento realizado. 

 

2.1 COLETA DE DADOS 

Abaixo são descritos os procedimentos e os 

critérios adotados para coleta dos dados. 

ONS: Por meio do portal do Operador Nacional do 

Sistema Elétrico (ONS) é possível obter os dados de 

geração de energia horária do Conjunto Fotovoltaico 

BJL Solar [20], localizado em Bom Jesus da Lapa, 

no Estado da Bahia.  

Apesar de instalada em meados de ABR/2018, o 

atual potencial de geração de energia do Conjunto 

Fotovoltaico BJL Solar é atingido a partir de 

NOV/2018. Assim, foi utilizada a Geração de 

Energia (MWmed) no modelo de predição. 

INMET: Através do portal do Instituto Nacional 

de Meteorologia (INMET) é possível obter os dados 

históricos anuais de diversas estações 

meteorológicas espalhadas pelo Brasil [12]. O 

histórico disponível é entre os anos de 2000 e 

março/2021 onde é disponibilizado as medições 

horárias. Assim foi coletado os dados da Estação 

Meteorológica de Bom Jesus da Lapa a partir de 

ABR/2018 em acordo com os dados de geração de 

energia disponibilizados pela ONS do Conjunto 

Fotovoltaico BJL Solar. 

Neste trabalho optou-se por utilizar os 17 

atributos disponíveis para potencializar a predição. 

SOLCAST: Desenvolvido em 2015, é uma das 

plataformas de referência no mundo quando se 

trata de dados de irradiação solar. Desenvolvida por 

uma equipe de cientistas de dados e engenheiros 

localizados na cidade de Palo Alto na Califórnia, 

suas ferramentas de captura de dados contam com 

uma frota global de satélites meteorológicos 

geoestacionários. Nela é possível obter dados em 

tempo real e/ou o histórico de dados horários da 

irradiância solar em praticamente qualquer local do 

mundo [21]. 

Os 18 atributos disponíveis foram utilizados no 

estudo de predição. 

 

2.2 METODOLOGIA 
Nesta subseção está descrito o método, a forma 

e o tipo de análise realizada. Constará os principais 

passos de pré-processamento e os conceitos 

fundamentais adotados na estimativa de produção 

de geração de energia fotovoltaica adotados nos 

modelos utilizados que foram o linear ARIMA e os 

de redes neurais MLP e LSTM.  

 

2.2.1 Pré-processamento de Dados 
A partir da coleta de dados, conforme descrito na 

subseção 2.1, foi reunido o conjunto de atributos 

identificados como relevantes nesse trabalho em 

uma única tabela. Que após as fases de pré-

processamento descritas a seguir objetivam a 

montagem do conjunto de treino e testes a ser 

utilizado no modelo clássico e nos de machine 

learning. 
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Inicialmente é observado que por se tratar de 

medições horárias, diversos dados não constavam. 

Após análise, verificou-se que tratam de momentos 

em que não ocorreram leitura, como pode ser 

facilmente exemplificado pelo atributo precipitação 

total (mm) que consta da tabela do INMET. Assim, 

esses dados foram preenchidos com o valor zero. 

Dessa forma, cada atributo foi analisado e 

preenchido os valores faltantes de acordo com as 

características necessárias para manter a 

integridade da base e a efetividade no resultado 

final do estudo. 

Após a aglutinação dos dados do INMET, ONS e 

SOLCAST a base de trabalho resulta em colunas 

temporais (horárias) e com 35 atributos. Como 

critério, esse estudo adota o maior número de 

características dessas bases com o objetivo de 

maximizar o resultado dos modelos de predição. 

Outro aspecto para a organização dos dados foi a 

normalização e para isso foi adotada a função 

MinMaxScaler da biblioteca scikit-learn. Assim os 

atributos são transformados em valores entre 0 e 1, 

preservando a distribuição original de cada coluna 

de forma independente. A função MinMaxScaler 

segue a equação (1): 

 

𝑉𝑎𝑙𝑜𝑟 𝑁𝑜𝑟𝑚𝑎𝑙𝑖𝑧𝑎𝑑𝑜 (𝑒𝑛𝑡𝑟𝑒 0 𝑒 1) =
(𝑋𝑛−𝑋𝑚í𝑛)

(𝑋𝑚á𝑥−𝑋𝑚í𝑛)
    (1) 

 

Onde: 

Xn: valor do atributo da série temporal original a ser 

normalizado; 

Xmín: valor mínimo da série temporal associada à 
variável (ao atributo) em questão; e, 

Xmáx: valor máximo da série temporal associada à 

variável (ao atributo) em questão. 
 

2.2.2 Modelos ARIMA 

Importante classificar, inicialmente, que uma 

série temporal é um conjunto de observações 

ordenadas no tempo (não necessariamente 

igualmente espaçadas), e que apresentam 

dependência serial (isto é, dependência entre 

instantes de tempo) [22]. 

O modelo ARIMA (autoregressive integrated 

moving average, na sigla em inglês) é uma 

generalização do modelo ARMA (modelo 

autorregressivo de médias móveis) no qual é 

adicionado o conceito de integração. Ambos são 

modelos para a análise de séries temporais e 

predição. A metodologia do ARIMA consiste em 

ajustar modelos autorregressivos integrados de 

médias móveis a um determinado conjunto de 

dados [18, 23].  

O Seasonal ARIMA (SARIMA ou SARIMAX), é uma 

extensão do modelo ARIMA que permite identificar 

e considerar a sazonalidade [18, 23]. Além disso, 

o modelo SARIMA também trabalha bem com dados 

exógenos.  

O ARIMA (p, d, q) vem seguido de três aspectos 

chaves que são: a ordem de auto regressão (p); o 

grau de diferenciação (d); e, a componente de 

médias móveis (q). Sendo necessário fornecer 

estes valores na busca de um bom modelo. Para a 

verificação dos modelos gerados a partir da série 

temporal em estudo, visando o ajuste ideal dos 

parâmetros para fornecer a melhor previsão pelo 

ARIMA (p, d, q) é usado a função ‘autoarima’ [18].  

No modelo SARIMA [(p, d, q)(P, D, Q)m] são 

adicionados mais 4 parâmetros: o P (maiúsculo, 

para a ordem auto regressiva sazonal); o D 

(maiúsculo, para a ordem de diferenciação 

sazonal); o Q (maiúsculo, para a ordem de médias 

móveis sazonal); e, o m (número de passos para 

um único período sazonal) [18, 23]. 

 

2.2.3 Modelos MLP 

Modelo de rede neural que se destacam pelas 

seguintes características dos perceptrons 

multicamadas [17]: 

 O modelo de cada neurônio na rede inclui uma 

função de ativação não linear que é variável; 

 A rede contém uma ou mais camadas que 
estão ocultas dos nós de entrada e saída; e, 

 A rede exibe alta conectividade, cuja extensão 

é determinada pelos pesos sinápticos da rede. 
 

No que diz respeito ao seu funcionamento e 

arquitetura o algoritmo back-propagation destaca 

as redes Multilayer (feedforward) Perceptron e, de 

forma geral, possuem duas etapas [17]:  

 Forward: Onde o vetor de entrada é aplicado à 
camada de sensoriamento e seus resultados 

propagados até a camada de saída com os 

pesos fixos durante o processo; e, 
 Backwards: em que são feitos os ajustes dos 

pesos. 

 

2.2.4 Modelo LSTM 

A Long Short-Term Memory, ou LSTM, é um tipo 

de Rede Neural Recorrente.  

Redes Neurais Recorrentes, ou RNNs, são um 

tipo especial de rede neural projetada para 

problemas de sequência. Dada uma rede MLP 

feedforward padrão, uma RNN pode ser pensada 

como a adição de loops à arquitetura que permitem 

https://pt.wikipedia.org/wiki/ARMA
https://pt.wikipedia.org/wiki/ARMA
https://pt.wikipedia.org/wiki/ARMA
https://pt.wikipedia.org/wiki/ARMA
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que as informações persistam. Ou seja, no caso 

mais simples, a rede vê uma observação por vez de 

uma sequência de dados e pode aprender quais 

observações que ela viu anteriormente são 

relevantes para fazer uma previsão [23].  

Contudo, o principal desafio técnico enfrentado 

pelas RNNs é como treiná-las de forma eficaz 

(devido aos problemas da dissipação do gradiente – 

vanishing – ou da explosão dos gradientes – 

exploding – nas camadas iniciais). Assim, surgem 

as LSTMs com um novo design e que é popularizado 

por evitar os problemas que impedem o treinamento 

e dimensionamento que existem nas demais RNNs 

[23]. 

Assim a arquitetura LSTM, também chamada de 

“redes de memória de longo-curto prazo”, cumpre a 

promessa para a predição de sequências com a 

característica de persistência. E, devido a essa 

capacidade de aprender correlações de longo prazo 

em uma sequência, conforme descrito nos 

parágrafos anteriores, as redes LSTM evitam a 

necessidade de uma janela de tempo pré-

especificada e são capazes de modelagem de 

sequências multivariadas complexas [23]. 

A LSTM possui uma estrutura em cadeia que 

contém quatro camadas de interação e diferentes 

blocos de memória. Essas estruturas são chamadas 

de células. O termo neurônio como unidade 

computacional é tão arraigado ao descrever MLPs 

que, frequentemente, também é usado para se 

referir à célula de memória LSTM. Contudo, as 

células LSTM são compostas por pesos (weights) e 

portas (gates). De forma geral a informação fica 

retida nas células (que possuem parâmetros de 

peso em sua entrada e saída) e as manipulações de 

memória são realizadas nos portões (gates) [23]. 

Logo, a base para a memória das células está nos 

portões. Que também possuem funções ponderadas 

e que governam o fluxo das informações. São três 

as portas nas células: Forget Gate, Input Gate e 

Output Gate. Os portões são uma forma de 

proteger, controlar e, opcionalmente, deixar passar 

informações pelas células [23]. 

Assim as LSTMs possuem como principais 

características [23]: 

 Consegue resolver os problemas técnicos de 

treinamento de uma RNN (vanishing e 

exploding); 
 Agregar memória para superar problemas que 

possuem dependência temporal de longo prazo 

com dados de entrada sequenciais; e, 

 Consegue processar dados sequenciais de 
entrada e de saída gradualmente, permitindo 

variar os comprimentos de entrada e de saída 

dos dados. 

 

2.2.5 Métricas de Avaliação 

Para avaliar o desempenho de previsão dos 3 tipos 

de modelos usados, foram utilizadas medidas que 

expressam o erro médio do modelo preditivo em 

relação ao modelo original. Por se tratar de 

métricas que expressam “erros” quanto menor seu 

valor melhor o modelo avaliado. 

Assim, está listado a seguir, as métricas utilizadas 

para a avaliação dos modelos estudados. 

Na equação (1), a raiz do erro quadrático médio 

(RMSE, na sigla em inglês) é a medida que calcula 

"a raiz quadrática média" dos erros entre valores 

reais de geração de energia e as predições [27]. 

(2) 

Na equação (2), o erro médio absoluto (MAE, na 

sigla em inglês) é a diferença média absoluta entre 

valores reais de geração de energia e os valores 

previstos. Essa métrica varia de zero a infinito. Um 

valor menor indica um modelo de qualidade 

superior [27]. 

(3) 

Nas equações (2) e (3) temos: 

 

𝐹𝑜𝑖 - representa a produção de energia na hora i; 

𝐹𝑒𝑖 - representa a produção de energia estimada 

pelos modelos (ARIMA ou de aprendizado de 

máquina) na hora i; e, 

n - corresponde ao número de dados utilizados no 
estudo preditivo (dados para o treinamento). 

 

3 ESTUDO EXPERIMENTAL 
 

Nesta seção serão apresentadas as configurações 

dos modelos para o processo de busca dos hiper 

parâmetros de cada arquitetura utilizada e as 

métricas de avaliação. 

Foram empregados os atributos, conforme coleta 

de dados descrita nas subseções anteriores, para a 

previsão de energia fotovoltaica.  Ao todo são 

8.737 observações e 35 atributos sendo o conjunto 

de treino e teste divididos da seguinte forma 6.552 

instâncias (75%) para treinamento e 2.185 

instâncias (25%) para testes. 

Para o estudo foi usado um computador com 

processador 1.6 Intel® Dual Core™ i5, CPU 1.6Ghz 

com 8.00GB RAM. Foi utilizada a linguagem Python 
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3.7.10 com o auxílio das seguintes bibliotecas: 

Pandas, NumPy, TensorFlow, Pmdarima, Scikit-

learn, Keras, StatsModels, Matplotlib e Pydot.  

 

3.1 Aplicação dos Modelos 

A seguir, encontra-se as configurações e hiper 

parâmetros adotados nos modelos estudados. 

 

ARIMA/ SARIMA: Visando o ajuste ideal dos 

parâmetros para fornecer a melhor previsão foi 

usado a função ‘autoarima’ que retornou à 

configuração: 

 

 
 

Adotando o resultado obtido na função ‘autoarima’ 

tem-se o modelo SARIMA (p,d,q = [0,0,0] e sazonal 

(P,D,Q [0,0,0]), com período sazonal m = 24. 

Assim, é implementado o modelo SARIMA conforme 

a seguir: 

 

 
 

As métricas de avaliação obtidas para o SARIMA 

foram: 

 
 

MLP: Neste modelo é utilizado uma rede neural 

com duas camadas ocultas, função de ativação 

RELU, otimizador ADAM, função de perda MSE 

(Mean Squared Error) e um neurônio na camada de 

saída. Os hiper parâmetros utilizados foram: 

número de neurônios na camada oculta: 32 e 64; 

número de épocas 150; e, batch_size 16. 

 

 

 

 

 

 

 

Figura 1: Arquitetura utilizada na MLP 

 
Fonte: O autor. 

 

As métricas de avaliação obtidas para a MLP 

foram: 

 

 
 

LSTM: Para este modelo de rede neural foram 

aplicadas duas camadas ocultas, função de ativação 

RELU, otimizador ADAM, função de perda MSE 

(Mean Squared Error) e um neurônio na camada de 

saída. Os hiper parâmetros utilizados foram: 

número de neurônios na LSTM: 64; número de 

neurônios na camada oculta: 32; número de épocas 

150; e, batch_size 16. 

 

Figura 2: Arquitetura utilizada na LSTM 

 
Fonte: O autor. 

 

As métricas de avaliação obtidas para o modelo 

LSTM foram: 

 

 

Best model:  ARIMA(0,0,0)(0,0,0)[24] intercept 

 

SARIMAX(endog=endog_y, exog=exog_x, order=(0,0,0), 
out_of_sample_size=0, seasonal_order=(0, 0, 0, 24), method='lbfgs', 
scoring='mse', start_params=None,suppress_warnings=True, 
trend=None) 

 

Model Evaluation scores: 

Test RMSE: 3.220 

Test MAE: 1.912 

 

Model Evaluation scores: 

Test RMSE: 3.293 

Test MAE: 1.650 

 

Model Evaluation scores: 

Test RMSE: 3.304 

Test MAE: 1.566 

 



 

 

 Revista de Engenharia e Pesquisa Aplicada, v.6, n. 5, p. 73-80, 2021. 

 

 

DOI: 10.25286/repa.v6i5.1767 

 

79 

MLP + GridSearch: Ainda, se utilizou o recurso 

GridSearchCV, com um dicionário de parâmetros, 

com o objetivo de encontrar a melhor configuração 

para o modelo MLP. 

 

 
 

O melhor modelo entre as combinações do 

dicionário de parâmetros foi:  

 

 
 

As métricas de avaliação obtidas para o modelo 

LSTM com GridSearch foram: 

 

 
 

4 RESULTADOS 

 

Nesta Seção é demonstrado os valores obtidos por 

meio das métricas estatísticas de ajuste priorizadas 

no estudo. 

Por definição, o RMSE eleva ao quadrado a 

diferença dos erros entre o conjunto de dados reais 

e os de predição, antes de ter a média calculada. 

Assim, a presença de outliers no conjunto de dados 

resulta em valores superiores quando comparados 

ao MAE. A Tabela (1) mostra os resultados obtidos. 

 

Tabela 1: Métricas com os resultados obtidos. 

 MAE RMSE 

SARIMA 1.912 3.22 

MLP 1.660 3.293 

LSTM 1.566 3.304 

Fonte: Os autores. 

 

Quando comparadas com os resultados do modelo 

de predição linear clássico (ARIMA), as redes 

neurais artificiais obtiveram resultados melhores de 

MAE e de grandeza similares no RMSE. Portanto, a 

partir das métricas utilizadas, observa-se o bom 

comportamento das redes neurais como 

ferramentas para predição 

 

5 CONSIDERÇÕES FINAIS 
 

Assim, por meio deste trabalho foi proposto uma 

metodologia de previsão de produção de energia 

em usinas fotovoltaicas, utilizando dados de séries 

temporais, com o auxílio de algumas ferramentas 

que estão à disposição do meio acadêmico e do 

setor energético brasileiro, com destaque a 

utilização das técnicas de Machine Learning. 

Para novos estudos, fica recomendado a 

utilização de outros modelos, como o de Rede 

Neural Convolucional (CNN), realizando uma 

convolução 1D (Conv1D).  

Ainda, para futuros estudos, poderá ser 

trabalhado o conjunto de dados do INMET de outras 

estações meteorológicas, utilizando a metodologia 

do presente estudo, na busca de novas localidades 

com alto potencial de geração fotovoltaico e com 

baixa potência instalada. 
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